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RESUMEN

La prevencion de accidentes laborales representa un desafio para la empresa
del sector pesquero Corporacion de Alimentos Maritimo S.A.C, siendo
fundamental implementar herramientas tecnoldgicas que permitan predecir
situaciones de riesgo. La presente tesis tuvo como objetivo general aplicar un
modelo basado en inteligencia artificial y Oversampling para predecir los
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. Se
evaluaron los desempeinos de los modelos mediante las métricas Accuracy
(Exactitud), Precision (Precision), Recall (Sensibilidad), F1-Score (Puntuacién
F1), ROC-AUC (Area bajo la curva ROC) y Matthews Correlation Coefficient
(Coeficiente de correlacion de Matthews, MCC). El estudio se desarrollé bajo un
enfoque cuantitativo, de tipo aplicado, con un disefio no experimental y subtipo
transversal correlacional-predictivo. La metodologia estuvo basada en el proceso
KDD (Knowledge Discovery in Databases), que permitié identificar patrones
relevantes a partir de los datos. La poblacion estuvo conformada por 110
registros de accidentes laborales de trabajadores de la empresa pesquera. Se
empleo la técnica de analisis de registros y se utilizaron fichas de registro como
instrumento. Como resultado, el modelo de Gradiente se mostré o6ptimo,
alcanzando 100% en Accuracy, Precision, F1-Score, ROC-AUC y Matthews
Correlation Coefficient, mientras que en Recall destacaron con 100% tanto
Gradiente como Random Forest, demostrando su efectividad y confiabilidad para
predecir y prevenir accidentes laborales en la pesquera. Como conclusion, el uso
de modelos de Inteligencia Artificial y Oversampling permite predecir de manera
confiable los accidentes laborales en la Corporacion de Alimentos Maritimo

S.A.C., siendo Gradiente el modelo con un desempefio superior.

Palabras clave: Accidentes laborales, Prediccion, Inteligencia Artificial,

Oversampling, Seguridad laboral, Pesquera.



ABSTRACT

Preventing workplace accidents presents a challenge for the fishing company
Corporacion de Alimentos Maritimo S.A.C., making it essential to implement
technological tools that allow for predicting risk situations. This thesis aimed to
apply a model based on Artificial Intelligence and Oversampling to predict
workplace accidents at Corporacion de Alimentos Maritimo S.A.C. Model
performance was evaluated using the metrics Accuracy, Precision, Recall, F1
Score, ROC-AUC (Area Under the ROC Curve), and Matthews Correlation
Coefficient (MCC). The study employed a quantitative, applied approach with a
non-experimental, cross-sectional correlational-predictive  design. The
methodology was based on the Knowledge Discovery in Databases (KDD)
process, which allowed for the identification of relevant patterns within the data.
The study population consisted of 110 records of workplace accidents involving
employees of the fishing company. Document analysis was employed, and
accident records were used as the data collection instrument. The results showed
that the Gradient model was the most effective, achieving 100% accuracy,
precision, F1-score, ROC-AUC, and Matthews correlation coefficient. In terms of
recall, both the Gradient and Random Forest models achieved 100%,
demonstrating their effectiveness and reliability in predicting and preventing
workplace accidents at the fishing company. In conclusion, the use of Artificial
Intelligence and Oversampling models allows for the reliable prediction of
workplace accidents at Corporacion de Alimentos Maritimo S.A.C., with the

Gradient model demonstrating superior performance.

Keywords: Workplace accidents, Prediction, Artificial Intelligence,

Oversampling, Occupational safety, Fishing company.



I. INTRODUCCION
1.1. Descripcién y formulacion del Problema
1.1.1. Planteamiento del problema

Los accidentes laborales en entornos productivos continuan siendo una
preocupacion constante, ya que afectan directamente el bienestar del personal
y generan importantes pérdidas econdmicas para las empresas. A pesar de los
avances en medidas de seguridad y en la mecanizacion de procesos, la
combinacion de maquinaria, herramientas cortantes y superficies humedas
representa un riesgo constante para los trabajadores. En este contexto, los
métodos tradicionales de gestién de seguridad suelen actuar de forma reactiva,

basandose en el analisis posterior de los incidentes (Rahman et al., 2025).

A nivel internacional, se calcula que cada afo se registran aproximadamente tres
millones de muertes relacionadas con la actividad laboral, de las cuales 330.000
se deben a accidentes. Los sectores considerados mas peligrosos incluyen la
agricultura, la construccion, la silvicultura, la pesca y la industria manufacturera.
En conjunto, estos representan el 63% de todas las muertes laborales, con
aproximadamente 200,000 lesiones fatales al afio (Organizacion Internacional
del Trabajo, 2023) De manera similar, Nazarihaghighipashaki et al. (2024),
destacan que las industrias primarias, como las empresas pesqueras, registran
un elevado numero de lesiones fatales, lo que hace relevante la necesidad de
que las empresas dentro de estas industrias puedan implementar medidas de

seguridad mas estrictas en estos sectores de alto riesgo.

En el contexto peruano, durante diciembre de 2024 se reportaron 3,568
notificaciones de incidentes laborales. De este total, el 98.43% correspondi6 a
accidentes de trabajo que no son mortales, por otro lado, el 0.53% a accidentes
que fueron mortales, el 0.90% a incidentes considerados peligrosos y, por ultimo,
el 0.14% a enfermedades ocupacionales. Especificamente en el sector
pesquero, se notificaron 31 incidentes laborales: 30 fueron accidentes no

mortales y uno fue mortal (Ministerio de Trabajo y Promocion del Empleo, 2024).



Ante este panorama, el uso de tecnologias emergentes tales como el aprendizaje
automatico (machine learning) y la analitica de datos se presenta como una
alternativa innovadora y mas eficaz para anticipar y prevenir accidentes
laborales. Estas herramientas permiten identificar patrones de riesgo y fortalecer
la seguridad en las lineas de produccion antes de que ocurran los incidentes (Gil
de Zuniga et al., 2024; Rahman et al., 2025).

1.1.2. Analisis del problema

La investigacién se llevd a cabo en la empresa Corporacion de Alimentos
Maritimo S.A.C., ubicada en Jiron Huancavelica 1191, Pueblo Joven Florida Baja
- Chimbote. Esta compania esta constituida como una Sociedad Andnima
Cerrada (S.A.C.) y se especializa en el procesamiento de conservas de pescado.
En las areas pertenecientes al fileteado y envasado se identifica una alta
frecuencia de accidentes laborales. En la Tabla 1 y la Figura 1 se muestran los
tipos de accidentes ocurridos en la empresa entre setiembre y diciembre de
2024, en la cual se identifica que los cortes con cuchillos, atrapamientos,
resbalones y caidas son los incidentes mas comunes, en donde laboran 19
personas

La seguridad y salud ocupacional constituye un factor critico dentro de las
empresas del sector industrial y de procesamiento de alimentos, debido a la
constante exposicion de los trabajadores a riesgos mecanicos, fisicos y
ergonomicos durante el desarrollo de sus actividades laborales. En ese contexto,
la Corporacion de Alimentos Maritimo S.A.C. presenta diversos accidentes
laborales asociados principalmente a las areas de fileteado y envasado, los
cuales afectan tanto la integridad del trabajador como la continuidad operativa
de la empresa.

De acuerdo con los registros internos de la empresa correspondientes al periodo
comprendido entre septiembre y diciembre de 2024, se reportaron 35 accidentes
laborales, siendo los mas frecuentes los cortes con cuchillos (8 casos),
atrapamientos (6 casos), resbalones y caidas (6 casos), fatiga por movimientos
repetitivos (5 casos) e inhalacion de sustancias (4 casos). Asimismo, se
identificaron accidentes relacionados con lesiones por maquinas y quemaduras,
con 3 casos cada uno. Estos incidentes se presentan principalmente durante

actividades de manipulacion de cuchillos afilados, operacién de maquinaria,



exposicion a liquidos calientes y movimientos repetitivos propios del proceso
industrial.

La ocurrencia recurrente de estos accidentes evidencia dificultades en la
capacidad de anticipacién y prevencion de riesgos laborales dentro de la
empresa, lo que genera consecuencias como lesiones fisicas, interrupciones en
la produccién, ausentismo laboral, incremento de costos operativos y posibles
afectaciones al cumplimiento de normas de seguridad ocupacional. Aunque la
empresa dispone de registros historicos de accidentes y protocolos basicos de
seguridad, actualmente no cuenta con mecanismos analiticos avanzados que
permitan identificar patrones de riesgo ni predecir oportunamente la probabilidad
de ocurrencia de accidentes laborales.

Ademas, los registros de accidentes presentan desbalance en la distribucion de
clases, debido a que algunos tipos de accidentes ocurren con menor frecuencia
que otros, dificultando el desempefio de modelos tradicionales de prediccion y
limitando la identificacidon adecuada de eventos criticos poco frecuentes. Esta
situacion reduce la capacidad de generar estrategias preventivas basadas en
datos y limita la toma de decisiones oportunas en materia de seguridad
ocupacional.

Diversos estudios recientes sefialan que los modelos basados en
inteligencia artificial permiten analizar datos e identificar patrones asociados a
accidentes laborales, contribuyendo a mejorar la prevencion y gestion de riesgos
dentro de las organizaciones. En ese sentido, surge la necesidad de desarrollar
un modelo predictivo basado en inteligencia artificial y técnicas de oversampling
que permita mejorar la prediccién de accidentes laborales en la Corporacion de
Alimentos Maritimo S.A.C., fortaleciendo asi las acciones preventivas y la gestion

de seguridad ocupacional.



Tabla 1

Accidentes laborales dentro de las areas de la Corporacion de Alimentos

Maritimo S.A.C. durante los meses de setiembre y diciembre de 2024

Tipo de accidente Area Descripcion Accidentes
laborales
registrados
(setiembre-
diciembre
2024)

Cortes con cuchillos  Fileteado Lesiones al manipular cuchillos afilados 8

para filetear

Atrapamientos Envasado y Partes del cuerpo que han sido atrapados 6

Fileteado en maquinaria en funcionamiento
Resbalones y caidas Envasadoy Pérdida de equilibrio por condiciones en el 6
Fileteado entorno laboral

Lesiones por Envasado y Golpes con objetos, piezas de pescado o 3

maquinas Fileteado equipos

Quemaduras Envasado Exposicion a liquidos calientes durante el 3

proceso

Fatiga por Fileteado Lesiones musculares o esguinces por 5

movimientos movimientos repetitivos

Inhalacién de Envasado Exposicién a polvo de pescado u otras 4

sustancias sustancias quimicas

Total 35

Figura 1

Distribucion de los accidentes laborales registrados en la Corporacion de

Alimentos Maritimo S.A.C. (noviembre-diciembre 2024)
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1.2. Formulacién del Problema

1.2.1. Problema General
- ¢, En qué medida se predicen los accidentes laborales mediante un
modelo basado en Inteligencia Artificial y Oversampling en la

Corporacion de Alimentos Maritimo S.A.C.?

1.2.2. Problemas especificos
- ¢En qué medida un modelo basado en Inteligencia Artificial y
Oversampling permitira predecir con Accuracy los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia Artificial y
Oversampling permitira predecir con precision los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia Artificial y
Oversampling permitira predecir con Recall (Sensibilidad) los

accidentes laborales en la Corporacién de Alimentos Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia Artificial y
Oversampling permitira predecir con F1 Score los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia Artificial y
Oversampling permitira predecir con ROC AUC los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia Artificial y
Oversampling permitira predecir con Matthews Correlation Coefficient
(MCC) los accidentes laborales en la Corporaciéon de Alimentos
Maritimo S.A.C.?



1.3. Objetivos de la investigacion
1.3.1. Objetivo General

- Predecir los accidentes laborales mediante un modelo basado en
Inteligencia Artificial y Oversampling en la Corporacion de Alimentos
Maritimo S.A.C.

1.3.2. Objetivos Especificos

- Determinar en qué porcentaje un modelo basado en Inteligencia
Artificial y Oversampling permite predecir con Accuracy los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en Inteligencia
Artificial y Oversampling permite predecir con precision los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en Inteligencia
Artificial y Oversampling permite predecir con Recall (Sensibilidad) los

accidentes laborales en la Corporacién de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en Inteligencia
Artificial y Oversampling permite predecir con F1 Score los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en Inteligencia
Artificial y Oversampling permite predecir con ROC AUC los

accidentes laborales en la Corporaciéon de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en Inteligencia
Artificial y Oversampling permite predecir con Matthews Correlation
Coefficient (MCC) los accidentes laborales en la Corporacién de
Alimentos Maritimo S.A.C.



1.4. Hipotesis
1.4.1. Hipotesis General

- Se predicen los accidentes laborales mediante un modelo basado en
Inteligencia Artificial y Oversampling en la Corporacion de Alimentos
Maritimo S.A.C.

1.4.2. Hipoétesis especificas

- Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Accuracy los accidentes laborales en la Corporacion de
Alimentos Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Precision los accidentes laborales en la Corporacion de
Alimentos Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Recall (Sensibilidad) los accidentes laborales en la

Corporacion de Alimentos Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con F1 Score los accidentes laborales en la Corporacion de
Alimentos Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con ROC AUC los accidentes laborales en la Corporacion de
Alimentos Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Matthews Correlation Coefficient (MCC) los accidentes

laborales en la Corporacion de Alimentos Maritimo S.A.C.



1.5. Justificacion e importancia de la investigacion
La importancia del presente estudio se fundamenta en los siguientes niveles:

A nivel tedrico, aportdé nuevos conocimientos sobre un modelo basado en
inteligencia artificial y Oversampling para prevenir accidentes dentro de una
empresa del sector pesquero, alineandose con la idea de que una investigacion
debe contribuir al desarrollo de teorias existentes, apoyarlas o cuestionarlas. El
analisis del modelo predictivo permitié proporcionar informacion valiosa para

mejorar la seguridad laboral en entornos industriales.

A nivel metodoldgico, se sustento en la necesidad de disefiar nuevos métodos y
herramientas que permitan un mejor entendimiento de la realidad (Ruiz &
Valenzuela, 2022), por lo que este estudio implementé un sistema inteligente
basado en oversampling y algoritmos de machine learning. Este enfoque
metodoldgico no solo optimiza la prediccion de incidentes laborales, sino que
también puede ser de referencia para futuras investigaciones en inteligencia

artificial y su uso para la seguridad laboral.

Desde la perspectiva social, la investigacion cobra relevancia al beneficiar
directamente a los trabajadores de la empresa del estudio, mejorando su
seguridad y bienestar en areas de alto riesgo. Esto se alinea con la idea de que
una investigacion debe tener un impacto bueno en la sociedad y en quienes

seran los beneficiados por sus resultados (Ruiz & Valenzuela, 2022).

Finalmente, a nivel practico, esta investigacion responde a la necesidad de
aplicar soluciones tecnoldgicas para resolver problemas concretos en el ambito
laboral (Ruiz & Valenzuela, 2022). Implementar un modelo inteligente basado
en inteligencia artificial representa una innovacion clave en la industria pesquera,
optimizando los procesos de prevencion de accidentes y contribuyendo a la

sostenibilidad y eficiencia operativa.
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Il. MARCO TEORICO

2.1. Antecedentes

Diversos autores han documentado hallazgos a nivel internacional (véase Figura
12), los cuales permitieron contextualizar y fundamentar el presente estudio, los

cuales son:

Luo et al. (2023) Tuvieron como objetivo general de investigacion realizar la
optimizacién de los algoritmos de aprendizaje automatico para el desarrollo de
un modelo de prediccion de la gravedad de los accidentes laborales. La
investigacidon se basa en una muestra de 264 informes de accidentes por colapso
ocurridos dentro de la construccion en China entre 2013 y 2021. El estudio
implement6 un modelo basado en el algoritmo de Random Forest (RF), aplicando
un preprocesamiento de datos mediante la herramienta Jieba en Python para
segmentar los textos de los informes de manera automatica. La optimizacion del
modelo se realizé en tres fases: la primera, utilizando todos los atributos
disponibles; la segunda, aplicando una seleccion de atributos criticos basados
en la importancia de las caracteristicas; y la tercera, ajustando los
hiperparametros del modelo. Los resultados indicaron que, tras estos ajustes, el
modelo alcanzé un accuracy de hasta el 82%, lo que demuestra la efectividad
del algoritmo RF para predecir la gravedad de los accidentes laborales en la

construccion.

Zhou et al., (2025) llevaron a cabo un estudio donde tuvo como objetivo principal
de desarrollar un Grafo de Conocimiento de accidentes, especificamente de
Caidas desde Altura (FFH-KG), para respaldar el disefio de Sistemas de
Proteccion contra Caidas (FPS). Se combinaron la recoleccién de datos con el
uso de algoritmos de Machine Learning (ML) y Modelos de Lenguaje Grande
(LLM) para procesar datos no estructurados. La muestra estuvo compuesta por
14 documentos de Especificaciones de Equipos de Proteccion (FPE-S) y 941
Informes de Accidentes laborales por Caidas desde Altura (FFH-AR)
provenientes de China. Los instrumentos utilizados incluyeron el procesamiento
de datos con algoritmos de ML y LLM para categorizar los Informes de
Accidentes por Caidas desde Altura y extraer relaciones relevantes. Como

resultados mas relevantes, se destaco la creacion de un Grafo de Conocimiento
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de accidentes, en este caso Caidas desde Altura (FFH-KG), mejorando
significativamente la eficiencia en el disefio de Sistemas de Proteccion contra
Caidas (FPS). En cuanto a Precision, el modelo Bi-LSTM-CRF alcanzé el valor
mas alto con 97.48 %. Para la métrica de Recall, Bi-LSTM-CRF destacé con
98.10. Finalmente, en el F1 Score, el mejor desempefio lo presenté Bi-LSTM-
CRF con 97.79 %, seguido de LSTM-CRF con 96.57 % y CRF con 87.09 %.
Ademas, el accuracy de extraccion de informacion mediante el modelo de
sistema de inteligencia artificial Kimi alcanz6 un 96,18 % para escenarios de
trabajo en altura (WAH) y un 94,66 % para las causas de caidas. Este avance
proporcion6 un modelo valioso para que se pueda tomar decisiones informadas
en el disefio de sistemas de proteccion contra caidas, contribuyendo asi a la

mejora de la seguridad en el entorno laboral.

En la investigacién de Sarkar et al. (2019) el objetivo principal fue desarrollar un
modelo para la prediccion de accidentes laborales haciendo uso de técnicas de
machine learning. La muestra estuvo compuesta por datos de accidentes que
fueron recopilados de la base de datos del sistema electronico de gestion de
seguridad de una planta siderurgica integrada en India, entre 2010 y 2013,
utilizando un total de 1500 registros de accidentes laborales. En el procedimiento
se utilizé la red neuronal artificial (ANN) y la maquina de vectores de soporte
(SVM), para predecir los resultados de incidentes ocupacionales. Para lograr la
mejor precision, se emplearon técnicas de optimizacién tanto la optimizacion por
enjambre de particulas (PSO) como el algoritmo genético (GA), en los
clasificadores. Los resultados del analisis revelaron que la maquina de vectores
de soporte SVM basado en PSO superd a otros clasificadores en términos de
precision, alcanzando un 90,67% de accuracy. Los hallazgos también
destacaron que utilizar algoritmos de aprendizaje automatico (ML) permite

predecir los accidentes laborales.

En el articulo elaborado por Tamascelli et al. (2022) tienen como objetivo
determinar si los métodos de machine learning pueden aprovechar el
conocimiento integrado en las bases de datos de accidentes para hacer la
prediccion de los resultados de accidentes e incidentes nuevos. Para ello, se
utilizé6 una muestra de 7,100 eventos, y un conjunto de datos de evaluacion que

contiene 1,872 eventos. Donde el método consta del preprocesamiento de datos
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y las simulaciones de aprendizaje automatico. Se ha propuesto un enfoque
genérico basado en algoritmos de clasificacion para predecir los resultados de
accidentes en términos de fallecidos y heridos. El método ha sido probado en
una base de datos especifica, MHIDAS, y para ello se han utilizado tres modelos
de clasificacion: Wide, Deep y Wide&Deep. Los resultados indican que el modelo
Deep logra un Recall de 0.91 y una Precisién de 0.29, lo que significa que el
modelo puede identificar 9 de cada 10 eventos que causaron entre 1 y 10
muertos, con una memoria de precision del 29%. Los resultados sugieren que
se pueden utilizar métodos de analisis avanzados, como el aprendizaje

automatico, para realizar predicciones sobre la gravedad de nuevos accidentes.

Qi et al. (2025) realizaron un estudio con el objetivo de predecir y diagnosticar
los riesgos de accidentes en los lugares de trabajo, en este caso caidas,
utilizando un enfoque basado en datos de accidentes y técnicas hibridas de
inteligencia artificial (IA), centrandose en 914 accidentes laborales en la
Republica Popular China. Emplearon seis algoritmos base de aprendizaje
automatico: arbol de decision, k vecinos mas cercanos, perceptron multicapa,
bayesiano ingenuo, bosque aleatorio y maquina de vectores de soporte. Estos
modelos fueron combinados en un modelo de aprendizaje por conjuntos
mediante un algoritmo de votacion suave con pesos desiguales. Los factores
causales extraidos de los informes de accidentes se adoptaron como nodos en
la Red Bayesiana de Riesgo de Caidas (FRBN). Para el aprendizaje de su
estructura, se utilizaron los algoritmos de escalada de colinas (HC) y Bayes
ingenuo aumentado con arbol (TAN). Ademas, el modelo fue validado mediante
validacién cruzada y tres funciones de puntuacion (K2, BDeu y BIC). Los
resultados mostraron que los modelos basados en redes bayesianas alcanzaron
una alta precision (>0.95), las otras dos redes bayesianas de FRBN basadas en
HC-BDeu y TAN presentaron accuracy de 0,978 y 0,979, respectivamente, lo
que demuestra la eficacia de las técnicas de IA hibrida para predecir y

diagnosticar los riesgos de accidentes en el ambito laboral.

Ozkan y Ulag (2024) realizaron un estudio con el objetivo de desarrollar un marco
predictivo basado en aprendizaje automatico (ML) utilizando datos de accidentes
laborales para identificar las causas de amputacion y muertes en el sector

metalurgico recopilados por el Ministerio de Trabajo y Seguridad Social de
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Turquia (MLSS) entre 2013 y 2018. Para esto, se utilizdé un conjunto de datos
compuesto por 234 variables relacionadas con accidentes laborales, aplicando
un proceso de preprocesamiento y limpieza antes de emplear los modelos de
Machine leaning: Random Forest (RF), K-Nearest Neighbors (KNN), Recursive
Partitioning and Regression Trees (RPART) y Gradient Boosting Machine
(GBM). Posteriormente, se utilizé validacion cruzada K-fold (10-fold) para evaluar
el rendimiento de los modelos, dividiendo el conjunto de datos en un 80% para
entrenamiento y un 20% para validacion, repitiendo el proceso 50 veces para
garantizar la robustez de los resultados. Los hallazgos indicaron que el modelo
Random Forest (RF) obtuvo el mejor desempefio con un accuracy de 0.9172,
una precision de 0.9618, una recall de 0.9518 y una puntuacién F de 0.9568,
superando a los demas modelos en la clasificaciéon de la gravedad de los
accidentes. Se recomienda la implementacién del modelo RF en instituciones
publicas y empresas para la prevencion de accidentes laborales, permitiendo

predecir incidentes futuros y tomar medidas preventivas mas eficaces.

En el estudio de Gondia etal. (2023) tuvieron como principal objetivo el
desarrollo de modelos predictivos con algoritmos de aprendizaje automatico (ML)
para predecir lesiones e indicadores adelantados de riesgo para la seguridad en
diferentes zonas de la obra y a lo largo del ciclo de vida del proyecto. La
investigacién se bas6 en 1981 casos derivados de la base de datos de lesiones
e incidentes de la OSHA. En este estudio, se emplearon modelos de ensemble
(combinacién de multiples algoritmos), que incluyen maquinas de vectores de
soporte (SVM), redes neuronales artificiales (ANN), bosques aleatorios (RF),
arboles de decisién (DT) y Naive Bayes (NB). En la evaluacién del problema de
tipo de lesion, el modelo Ensemble mostré el mayor desempefio en Accuracy
(82.62 %), Sensitivity (85.39%), Precision (78.89%), Specificity (80.28%) y F-
measure (81.98%). Sin embargo, considerando el ranking de modelos, el modelo
ANN se posicioné como el mejor con un S Ranking de 79.51%. Por otro lado,
para el problema de identificacion de parte del cuerpo, el modelo Ensemble
nuevamente obtuvo el mejor valor en Specificity (93.95%), mientras que también
presentd buenos resultados en Accuracy (78.84%), Precision (79.01%),
Sensitivity (78.84%) y F-measure (78.93%). No obstante, segun el S Ranking, el

modelo ANN fue considerado el mejor (80.15 %), Estos modelos pueden predecir
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resultados de lesiones que actuan como indicadores principales de riesgo de

seguridad en el lugar de trabajo.

Tixier etal. (2016) en su investigacion, tiene como objetivo aplicar tanto
Stochastic Gradient Tree Boosting (SGTB) como Random Forest (RF), dos
algoritmos de aprendizaje automatico para predecir resultados relacionados con
la seguridad en la construccion. El uso de una lista avalados por investigaciones
anteriores y un sistema de procesamiento del lenguaje natural (PLN) de alta
precision permitié constituir un gran conjunto de 4400 datos. En particular, los
modelos SGTB lograron una habilidad mas alta en comparacion con los modelos
RF. Los valores medianos de Puntuacion de habilidad de probabilidad de rango
(RPSS) fueron de 0.236 a 0.436 para los modelos SGTB, y de 0.172 a 0.319
para los modelos RF, lo que indica una habilidad de prediccién de media-alta a
muy alta. Los modelos son capaces de guiar la toma de decisiones bajo
incertidumbre, lo que puede ser de gran utilidad para mejorar la planificacién de

las reuniones de seguridad previas para predicciones de accidentes laborales.

Chen & Luo (2016) en su estudio tiene como objetivo desarrollar algoritmos para
la prediccion del riesgo de caida y evaluar su rendimiento basandose en 1161
registros de accidentes obtenidos de la base de datos OSHA. Los datos fueron
analizados mediante los algoritmos k-Modes, Arboles de Decisién (CART) y
Redes Neuronales Artificiales (RBF). Se emplearon tres algoritmos de mineria
de datos para analizar los accidentes de caidas registrados por OSHA. Primero,
se filtraron 1161 registros de accidentes de caidas con 15 parametros
especificos. Luego, se utilizé el algoritmo k-Modes para clasificar los accidentes
en grupos, el algoritmo CART para construir un arbol de decisién que predijera
la gravedad de las lesiones, y finalmente, una red neuronal de Funciones
Radiales (RBF) se aplicé para predecir el nivel de gravedad, con la salida
categorica procesada por el algoritmo k-Means. Los resultados mostraron que
las caracteristicas mas importantes para predecir la gravedad de las caidas son
la ocupacién del trabajador, la distancia de la caida (FallDist), la parte del cuerpo
afectada (PartBody) y la fuente de la lesion (Sourcelnjury). El modelo de Arbol
de Decision fue el mas preciso, alcanzando un 75% de accuracy en la prediccion

de la gravedad de las lesiones. En comparacion, k-Modes logré una accuracy de
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62% y RBF una accuracy de 49%. Este estudio resalta la importancia de integrar

estos modelos predictivos en sistemas de proteccién proactiva.

En su investigacion, Khairuddin et al. (2022) propusieron un modelo predictivo
optimizado para anticipar la gravedad de las lesiones ocupacionales, utilizando
un conjunto de datos de trabajadores lesionados en diversas industrias.
Aplicaron cinco algoritmos de clasificacion, incluidos Arboles de Decision (DT),
Naive Bayes (NB) y Bosques Aleatorios (RF), para predecir la gravedad de las
lesiones. El preprocesamiento de los datos incluyé la eliminacion de filas con
valores faltantes y la estandarizacién de los datos. Posteriormente, el conjunto
de datos fue dividido en entrenamiento (70%) y prueba (30%). Tras comparar el
rendimiento de los modelos, se seleccion6 el modelo con los mejores resultados
para identificar las caracteristicas clave en la gravedad de las lesiones. Los
autores realizan un analisis comparativo de los modelos. En cuanto a Accuracy,
el modelo que obtuvo el mejor resultado fue Random Forest con un valor de
0.949. Respecto a la precision, el desempefno mas alto lo presentd KNN,
alcanzando 0.869. Para la métrica de Recall, SVM destac6 con 0.967, mientras
que en F1-Score RF logr6 el mayor valor con 0.909. Finalmente, en la métrica
AUC, se observo que KNN, DT, SVM y RF tuvieron 0.95, siendo Naive Bayes el

unico modelo con 0.94.

Mosquera et al. (2021). En un estudio aplicado a una empresa del sector
papelero, se disefid un sistema de clasificacién orientado a la deteccion y
prevencion de accidentes laborales en bodegas donde se almacenan fibras. La
propuesta se fundamento en analizar las variables operativas como la circulacion
de peatones, el transito de maquinaria (bobcat, tractocamiones), accesos, zonas
peatonales y presencia de barandas. Utilizando datos histéricos de incidentes y
accidentes registrados en planta, se realizaron el entrenamiento y la evaluacion
de distintos algoritmos de clasificacion con la métrica accuracy, entre ellos redes
bayesianas, Naive Bayes y arboles de decision (J48). Los resultados mostraron
que el modelo basado en arboles de decision logré identificar correctamente el
90% de los casos, destacando su utilidad como modelo para la gestion
preventiva de riesgos laborales. Este trabajo demuestra que la identificaciéon de
factores clave en la accidentalidad permite construir modelos predictivos

efectivos que pueden integrarse en los procesos de seguridad industrial
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2.2. Marco Conceptual

Se recopila una variedad de informacion utilizada para predecir accidentes
laborales. Existen numerosos estudios (véase Figura 13) que proporcionan
definiciones sobre el uso de sistemas inteligentes con inteligencia artificial,
machine learning y técnicas de oversampling para prever eventos de riesgo. A

continuacion, se presentan los conceptos:
2.2.1. Definicién de Sistema inteligente

El sistema inteligente se caracteriza por su capacidad para autoorganizarse,
estar consciente del contexto y permitir la comunicacion entre sus elementos.
Ademas, estos sistemas son capaces de aprender de la experiencia, razonar,
percibir tanto su entorno como a si mismos y tomar decisiones para controlar su
entorno. También tienen conocimiento integrado, lo que les permite tomar
decisiones autdonomas. Estas caracteristicas permiten que los sistemas
inteligentes se adapten a su entorno y optimicen sus funciones de manera

eficiente, sin intervencion humana directa (Romero et al., 2020).
2.2.2. Definicién de Inteligencia artificial

La Inteligencia Artificial (IA) es entendida como la capacidad de los sistemas o
maquinas creadas por el ser humano para ejecutar tareas, resolver problemas,
comunicarse e interactuar de manera logica, imitando el razonamiento y
comportamiento humano (Gil de Zufiga et al., 2024) Asimismo, La Inteligencia
Artificial (IA) es un campo cientifico de gran relevancia debido a su caracter
multidisciplinario, en el cual se crean sistemas capaces de llevar a cabo tareas y
solucionar problemas de forma parecida a como lo haria una persona. Ademas,
busca simular artificialmente los procesos de pensamiento y la manera en que el

cerebro humano realiza la toma de decisiones (Vallejo et al., 2022).
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2.2.3. Oversampling

Oversampling es una técnica utilizada para abordar el problema del desbalance

de clases en conjuntos de datos, ampliando artificialmente la cantidad de

muestras de la clase minoritaria. Este enfoque permite mejorar el rendimiento de

los modelos de machine learning al proporcionar una distribuciéon de datos mas

equilibrada, evitando que el modelo favorezca unicamente la clase mayoritaria

(Luo et al., 2023)

2.2.4. Metodologias en Data Mining

Para llevar a cabo el estudio, existen varias metodologias, entre las que se

destacan KDD, SEMMA y CRISP, todas ellas orientadas al proceso de mineria

de datos. Respecto a la investigacion se optara por la metodologia KDD,

considerando las caracteristicas descritas en la Tabla 2.

Tabla 2

Comparacion entre las Metodologias KDD, SEMMA y CRISP

Metodologia
Mineria de Datos

de Preprocesamiento Procesamiento

Principal

Postprocesamiento

CRISP-DM

KDD

SEMMA

Entendimiento del
negocio, analisis
de los datos y su

preparacion

Seleccion y
preprocesamiento

de datos

Muestreo,
exploracion y

ajuste de datos

Construccion

del modelo

Transformacion
y aplicacion de
técnicas de

mineria

Desarrollo del

modelo

del

modelo, puesta en

Validacion

marcha

Interpretacion y

evaluacion de
resultados
Evaluacion del
desempeio
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Fuente: Datos tomados del estudio de (Rogalewicz & Sika, 2016)

La metodologia KDD suele emplearse en estudios de mineria de datos y analisis
de informacion; su aplicacion no se restringe exclusivamente a grandes bases
de datos, ya que su propdsito principal consiste en estructurar el proceso de
descubrimiento de conocimiento mediante etapas como la seleccion,
preparacion, transformacion, mineria e interpretacion de datos,
independientemente del tamafio de la muestra, siempre que existan variables
susceptibles de analisis y modelamiento (Romero & Ventura). Este enfoque
incluye varias etapas, que van desde la comprension del problema y los objetivos
del analisis, hasta la integracion final de los resultados obtenidos (Safhi et al.,
2019).

a) Seleccion: En esta fase se determinan las bases de datos que se emplearan.

b) Preprocesamiento: En esta etapa, se busca optimizar la calidad y la

consistencia del conjunto de datos.

c) Transformacion: Se lleva a cabo un analisis de las variables, donde se destaca

la importancia que presentan, ademas de la interaccién y las correlaciones.

d) Mineria de Datos (Data Mining): Esta fase constituye el nucleo del proceso
KDD, donde se utilizan algoritmos estadisticos y de machine learning para
descubrir patrones, estructuras y reglas en los datos. Las principales actividades
dentro de la mineria de datos incluyen clasificacidén, agrupacién, asociacion,

resumen y prediccion.

e) Interpretacion/Evaluacién: Finalmente, se evalua si los patrones identificados
son realmente interesantes y utiles o si es necesario hacer ajustes adicionales
(Safhi et al., 2019).
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2.2.5. Definicion de Machine Learning

Machine Learning proporciona modelos estadisticos y algoritmos que pueden
realizar  predicciones, clasificaciones 'y  estimaciones, mejorando
progresivamente su precision a medida que aprenden de datos historicos.
Ademas, permite el desarrollo de sistemas con capacidad de analizar volumenes
grandes de datos, identificar patrones y ofrecer soluciones eficientes para la
reduccion de riesgos en entornos laborales (Choi et al., 2020; Maheronnaghsh
et al., 2023). Machine Learning se utiliza para ensefiar a las maquinas a manejar
datos de manera mas eficiente. En muchas ocasiones, al analizar un conjunto
de datos, no es posible interpretar directamente la informacion contenida en
ellos. En estos casos, se aplica el aprendizaje automatico. Dado el gran volumen
de datos disponibles actualmente, la demanda de ML ha ido en aumento.
Diversas industrias emplean esta tecnologia para extraer informacion (Mahesh,
2020).

2.2.6. Algoritmos de Machine Learning
2.2.6.1. Arbol de decision

Es una técnica utilizada para clasificar o predecir datos, que destaca por su
capacidad para resolver problemas complejos a través de la creacion de una
estructura en forma de arbol. Esta estructura esta formada por nodos y
conexiones organizados jerarquicamente. En este arbol, cada nodo representa

un atributo y la distribucion de las instancias correspondientes (Choi et al., 2020).

Cc

Entropy(S) = Z — Pi log,Pi,

i=1
. |Sv|
Gain (S, A) = Entropy (S) — Yve vatues(a) ﬁEntropy (Sv)

La entropia se utiliza para medir la incertidumbre en los conjuntos de datos y es
clave en la toma de decisiones en el aprendizaje automatico (Abolhosseini et al.,
2024).
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2.2.6.2. Vecinos mas Cercanos (KNN)

En este tipo de clasificador, el conjunto de datos de entrenamiento esta
representado como un espacio con “m” dimensiones, donde se localizan las k
instancias mas proximas a un nuevo dato de prueba. La proximidad entre puntos
se calcula usando una medida de distancia, como la distancia euclidiana (Ozturk
et al., 2023).

n

Ay = Y G-y

i=1

2.2.6.3. Random Forest

Random Forest es una combinacion de arboles predictores, donde cada arbol
tiene dependencia de un vector aleatorio muestreado de forma independiente vy,
por lo tanto, contindia con la misma distribucién para todos los arboles dentro del
bosque. Después de generar un gran numero de arboles, estos realizan una
votacion por la clase mas popular, a estos procedimientos se les llama bosques

aleatorios (Breiman, 2001).

2.2.6.4. Maquina de Vector de Soporte

El SVM es un algoritmo eficaz para datos de alta dimension, que encuentra un
hiperplano 6ptimo para separar clases de datos. Su objetivo fundamental es
identificar un hiperplano dentro de un espacio de “n” dimensiones que logra la
separacion de los diferentes puntos de datos segun sus caracteristicas. Este
algoritmo se caracteriza por ignorar los valores atipicos y determinar el

hiperplano éptimo que maximiza el margen entre las clases (Qi et al., 2025).

Si Y_i= +1; wx_ i+b=0 (1)
Si Y_i= -1; wx_i+b<0 (2)
Para todo i; Y_i (<w,x_i>+b)=0 (3)
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2.2.6.5. Red Bayesiana

Es un modelo grafico que se estructura como un grafo dirigido sin ciclos (DAG),

compuesto por un conjunto finito de nodos.

Este modelo muestra las relaciones de probabilidad entre variables
(caracteristicas), conectadas mediante arcos que representan influencias

causales entre ellas (Sarkar & Maiti, 2020).

P(Y)xP0)
(-2

2.2.6.6. Gradiente

El descenso de gradiente es un algoritmo de optimizacion. Este es utilizado de
forma que se mejora el rendimiento de una red neuronal mediante el ajuste de
sus parametros. Para llevar a cabo el descenso de gradiente, primero se deben
calcular los gradientes. Para calcular el gradiente, necesitamos conocer la
funcion de pérdida o de costo. Utilizaremos la funcion de costo para determinar
la derivada. En calculo, la derivada se refiere a la pendiente de una funcién en
un punto dado; por lo tanto, basicamente estamos calculando la pendiente de la

curva en funcién de la funcion de pérdida (Khasanov et al., 2021).

2.2.6.7. Redes neuronales artificiales

Las redes neuronales artificiales se usan para tareas de clasificacion y regresion.
Este tipo de modelo esta inspirado en el funcionamiento del cerebro del ser
humano, formado por una red de neuronas artificiales organizadas en tres tipos
de capas (Yedla et al., 2020).
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2.2.7. Métricas de evaluacion
2.2.71. Accuracy

La exactitud es una medida que sirve para evaluar qué tan bien funciona un
modelo de clasificacién, y se calcula como el porcentaje de predicciones

acertadas sobre el total de predicciones realizadas (Ozturk Kiyak et al., 2023).

TP+TN
TP+ FP+TN+FN

Accuracy =

2.2.7.2. Precision

Mide la proporcion de instancias relevantes entre todas las instancias
recuperadas. En otras palabras, la precision se calcula haciendo la division entre
el numero de verdaderos positivos (TP) con el total de predicciones positivas
realizadas, que incluye tanto los verdaderos positivos como los falsos positivos
(Ozturk Kiyak et al., 2023).

TP
TP+FP

Precision =

2.2.7.3. Recall (Sensibilidad)

Indica qué proporcion de los casos relevantes fueron identificados correctamente
por el modelo. En otras palabras, recall evalua cuantas veces el modelo ha
identificado correctamente las instancias de la clase positiva, en relacion con
todas las instancias que realmente pertenecen a esa clase (Ozturk Kiyak et al.,
2023).

Sensibilidad = (TP) *100
(TP+FN)

2.2.7.4. F1-Score

Es una métrica que integra la precision y el recall del modelo en un solo valor, lo

que facilita balancear la relevancia de ambas medidas.
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(Ozturk Kiyak et al., 2023)

2TP

F1Score =——
(2TP+FP+FN)

2.2.7.5. Curva ROC

Muestra la relacion entre la sensibilidad y (1 menos la especificidad). Un modelo
ideal se ubica en la esquina superior izquierda (0,1), indicando 100% de
sensibilidad y especificidad. Un modelo aleatorio sigue la diagonal, conocida
como linea de no-discriminacién. Si la curva sigue esta diagonal, el modelo no
tiene capacidad predictiva; en cambio, si recorre los bordes izquierdo y superior,
indica un modelo perfecto. Ademas, la curva ROC es util para comparar

diferentes modelos evaluando el area bajo la curva (Parra, 2019).
Figura 2

Curva ROC

1,00+ u

0,754

Regular
0,504

Sensibilidad

0,25

0,00+

T | I
0,00 0,25 0,50 0,75 1,00
1 - Especificidad

Nota. (Burgos & Manterola, 2010)

2.2.7.6. Matthews correlation coefficient (MCC)

Matthews Correlation Coefficient o MCC es una métrica de que calcula la

correlacion entre las clases reales (c) y las etiquetas predichas (I), donde un valor
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de —1 indica una prediccidn totalmente incorrecta, +1 representa una prediccion
perfecta y 0 sugiere una prediccion aleatoria. EI MCC se obtiene a partir de la
covarianza entre las clases reales y las predichas, dividida entre el producto de

sus desviaciones estandar (oc y al) (Chicco et al. 2021)

Cov (c,1) TP.TN — FP.FN
0.6, [(TP + FP).(TP + FN).(TN + FP).(TN + FN)

MCC =

2.2.7.7. Especificidad

Es una métrica que evalua la capacidad de identificar correctamente las
instancias de la clase negativa (o de fondo), y se expresa de la siguiente manera
(Chicco & Jurman, 2020).

TN

Especifidad = TNIFP

2.5.6. Herramienta
2.5.6.1. Anaconda

Anaconda es una distribucion de codigo abierto para Python y R, disefiada para
la ciencia de datos, esto da un acceso y gestion facil de bibliotecas y paquetes

de Python necesarios para el analisis (Kovacs et al., 2024)
2.5.6.1. SPSS 25

IBM SPSS Statistics es una herramienta informatica empleada para realizar
analisis estadisticos y para organizar, procesar y documentar informacion.
(Caplova & Svabova, 2020).
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2.5.6.1. Jupyter

Jupyter es un entorno informatico interactivo basado en la web que admite

numerosos lenguajes de programacion de uso comun.(Cai et al., 2025).
2.5.6.1. SQL Server 2019

SQL Server es un sistema utilizado para la gestion de bases de datos
relacionales, creado por Microsoft, capaz de realizar actividades tales como
almacenar, recuperar y administrar datos. Admite el lenguaje de consulta
estructurado (SQL) para consultar bases de datos y se utiliza comunmente en
entornos empresariales para gestionar grandes volumenes de datos

transaccionales y analiticos (Landis, 2025).
2.5.7. Lenguaje de programacion
2.5.7.1. Python

El lenguaje de programacion Python, conocido por su naturaleza de cédigo
abierto, alto nivel y propésito general, ofrece una solucion integral tanto para la
entrada como para la manipulacién y visualizacion de datos. Las versatiles
bibliotecas de Python permiten garantizar la integridad de los datos, manipularlos
de manera modular y reproducible, y crear visualizaciones personalizadas.
(Kovacs et al., 2024)
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2.5.9. Definicion de Accidentes Laborales

El accidente laboral es definida como todo suceso inesperado que ocurre como
consecuencia de la actividad laboral y que provoca en el trabajador una
discapacidad, alteracion funcional, lesion fisica o la muerte (Diaz et al., 2020).
Asimismo, se refiere a cualquier dafio fisico o alteracién funcional que ocurra en
el lugar de trabajo o como consecuencia de este. Estos accidentes pueden ser
causados por eventos inesperados o repentinos, como una fuerza externa o el
esfuerzo fisico del trabajador, que ocurren de manera subita y violenta (Gobierno
del Peru, 2024).

2.5.9.1. Indicadores de Accidentes
2.5.9.1.1. Gravedad de accidentes

Este indicador mide cuantos dias laborales se pierden a causa de accidentes por
cada millén de horas trabajadas dentro de un periodo determinado. (Ministerio
de Trabajo y Promocion del Empleo, 2024).

N°de dias perdidos

IGA = * 1000000

Total horas—hombres trabajadas

2.5.9.1.2. Frecuencia de accidentes

El indicador de frecuencia evalua la cantidad de accidentes (tanto incapacitantes
como fatales) en relacion con el total de horas trabajadas por los empleados
durante un periodo determinado (Ministerio de Trabajo y Promocion del Empleo,
2024).

N°de accidentes

IFA = * 1000000

N° total horas—hombres trabajadas
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lll. Materiales y métodos

3.1. Materiales
Se llevé a cabo la identificacion de los materiales para esta investigacion. A

continuacion, se presenta un desglose detallado de estos aspectos.

Tabla 3
Materiales
Materiales
Hojas Bond A4
Cuaderno
Lapiceros
Plumones
Recarga de cartucho de impresion
Tabla 4
Detalle de materiales
N°  Descripcién Cantidad Costo, S/ Total, S/
1  Hojas Bond A4 1 (paquete S/15.70 15.70
de 500
hojas)
2  Cuaderno 1 10.20 10.20
3  Lapiceros 4 2 8
4  Plumones 4 1.90 7.60
5 Recarga de cartucho de 4 45 180
impresion
Total 221.50
Tabla 5
Software
Software
SPSS 25 Anaconda
Microsoft Office 365 Python
SQL server 2019 Jupyter
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Tabla 6

Detalle de software

N° Descripcién Cantidad Costo, S/ Total, S/
01 SPSS 26 1 - 0,0
02 Microsoft Office 365 1 - 0,0
03 SQL server 2019 1 - 0,0
04 Anaconda 1 - 0,0
05 Python 1 - 0,0
06 Jupyter 1 - 0,0
Total 0,0
Tabla 7
Hardware
Hardware

Computadora: Laptop Asus TUF
Gaming F16 Rtx4050 Intel Core 5 210h

Impresora: Impresora
Multifuncional EcoTank

L3250 WIFI
8gb Ram 512gb Ssd F16 Fx607vu-
rl037w 16" Fhd
Tabla 8
Detalle hardware
N°  Descripcidn Cantidad Costo S/ Total, S/
1 Computadora: Laptop Asus 1 3100,0 3100,0
TUF Gaming F16 Rtx4050 Intel
Core 5 210h 8gb Ram 512gb
Ssd F16 Fx607vu-rl037w 16"
Fhd
2 Impresora: Impresora 1 650,0 650,0
Multifuncional EcoTank L3250
WIFI
Total 3750,0
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Tabla 9

Otros
Otros
Luz
Movilidad
Internet
Tabla 10
Detalle otros
N°  Descripcion Numero de meses Costo, S/  Total, S/
01 Luz 10 110,0 1100,0
02 Internet 10 110,0 1100,0
03 Pasajes 10 30,0 300,0
Total 2500,0

3.2. Metodologia
3.2.1. Tipo de investigaciéon

El enfoque de investigacidn fue cuantitativo ya que se fundamenta en el uso de
la medicion numérica. Las investigaciones bajo este enfoque emplean el recojo
y analisis de datos con el fin de responder a preguntas de investigacion y validar

hipotesis previamente planteadas (Sanchez et al., 2018).

La investigacion fue de tipo aplicado, puesto que su finalidad es dar solucién a
problemas concretos a través del uso de teorias existentes. La investigacion
aplicada se apoya en los resultados derivados de los objetivos de la investigacion
(Hadi et al., 2023).

Asimismo, se traté de un disefio no experimental, en el cual no se manipulan las
variables ni se generan situaciones de manera intencional, sino que se observan

hechos o fendmenos tal como ocurren en su entorno (Hernandez et al., 2014).
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Figura 3

Disefio no experimental

M: representa la muestra seleccionada

O: corresponde a la observacion o medicion de una
variable

T: indica el periodo de tiempo en el que se
desarrolla la investigacion

R: expresa el coeficiente de correlacion

Fuente: (Naupas et al., 2018).

El subtipo de investigacion es transversal correlacional-predictivo. Es transversal
ya que se analizé un fendmeno en un solo momento determinado (Sanchez et
al., 2018). El disefio correlacional permite establecer el grado de asociacion entre
una variable y otra, que no son dependientes entre si (Naupas et al., 2018, p.
368). Por su parte, la investigacion predictiva se orienta con el fin de predecir

situaciones futuras (Naupas et al., 2018, p. 135).

La metodologia estuvo basada en Knowledge Discovery in Databases (KDD), la
cual se define como un proceso automatizado orientado al analisis y modelado
de grandes volumenes de datos. Este método comprende diversas fases que
abarcan desde la comprensidn del problema hasta la integracion e interpretaciéon
de los resultados obtenidos (Safhi et al., 2019).

3.3. Poblaciéon y muestra

La poblacion se refiere al total de personas o elementos que forman parte de un
estudio y comparten ciertas caracteristicas en comun (Arias & Covinos, 2021).
Por lo que el estudio estuvo conformado por 110 datos de accidentes de
trabajadores registrados en la empresa pesquera Corporaciéon de Alimentos

Maritimo S.A.C, entre los meses de enero a diciembre del 2024

La muestra se refiere al grupo de personas o casos elegidos de una poblacion,
utilizando algun tipo de muestreo, que puede ser al azar (probabilistico) o no

aleatorio (no probabilistico), segun el enfoque que se utilice (Sanchez et al.,
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2018). En este caso, la muestra fue representado por la totalidad de la poblacion,

la cual el margen de error sera cero por ciento.

El muestreo empleado fue no probabilistico se utiliza cuando el investigador
selecciona la poblacién basandose en caracteristicas comunes o juicios

personales, sin aplicar métodos estadisticos (Arias & Covinos, 2021).

Ademas, el muestreo fue intencional o por conveniencia ya que se basa en los
criterios del investigador, como elegir estudiantes con buen rendimiento
académico o incluir toda la poblacion disponible, aplicando un juicio subjetivo
para la seleccion (Arias & Covinos, 2021).

La unidad de analisis estuvo compuesta por un trabajador que labora en la

empresa Corporacion de Alimentos Maritimo S.A.C
3.4. Técnicas e instrumentos de recoleccion de datos

Como técnica se empled el analisis de documentos y registros existentes, el cual
consiste en examinar informacién contenida en documentos previamente
elaborados, como es el caso de los registros historicos de accidentes laborales
(Hadi et al., 2023).

Asimismo, se utilizaron fichas de registro (ver Anexos 3), las cuales seran
aplicadas en el desarrollo de cada uno de los algoritmos de machine learning
empleados en la investigacion. Este instrumento permitio identificar la precision

de prediccion de accidentes dentro de Corporacion de Alimentos Maritimo S.A.C.

La validez hace referencia al nivel de precisién con el que un método o técnica
logra medir aquello que realmente se propone evaluar. (Sanchez Carlessi et al.,
2018). Para garantizar la validez del instrumento, se empleara el método del
juicio de expertos. Se seleccionaran tres especialistas a quienes se les

proporcionara una matriz de evaluacién del cuestionario.

Un instrumento se considera confiable cuando las mediciones obtenidas son
consistentes, es decir, no presentan variaciones significativas ni a lo largo del
tiempo ni cuando son aplicadas a diferentes personas con el mismo nivel de

instruccion (Naupas et al., 2018) . Asimismo, para determinar la confiabilidad, se
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consideré las validaciones previamente realizadas a los instrumentos de

medicion utilizados en la investigacion.
3.5. Procedimientos

En esta investigacion se empled el modelo basado en inteligencia artificial y
oversampling para predecir los accidentes laborales en una empresa pesquera
llamada Corporacion de Alimentos Maritimo S.A.C., donde se toma la variable
de accidentes laborales. Para esto, se revisaron a fondo distintos estudios
internacionales con el objetivo de entender mejor el problema y buscar posibles
soluciones. También se analizaron en detalle las dos variables del estudio,
recopilando informacién de articulos y tesis que ayudaron a establecer
antecedentes y bases teoricas, ademas de identificar las dimensiones

necesarias para la investigacion.

También se obtuvieron los datos de la poblacion de estudio a partir de las fichas
de registro de los empleados de la empresa. Una vez identificado el problema,
se aplicé un estimulo (x), que consistid en el uso de un enfoque de machine
learning, desarrollando la metodologia Knowledge Discovery in Databases o
KDD; esto permitio generar acciones concretas y aplicables. Para ello, se usé
distintas técnicas de machine learning, como redes neuronales, redes
bayesianas, maquinas de vectores de soporte (SVM), arboles de decisién y k

vecinos mas cercanos (KNN).

Con base en los resultados, se eligio el modelo que tuvo mejor desempefio para
predecir accidentes. Luego, se implementé el enfoque utilizando el lenguaje de
programacion Python y la plataforma de desarrollo Anaconda. Para validar la
hipotesis de la investigacion, se utilizé la matriz de confusion a través de Python,
con el fin de evaluar el rendimiento de los modelos y obtener un analisis preciso

sobre la capacidad predictiva del sistema desarrollado.
3.6. Analisis de datos

Para el método de analisis de datos de esta investigacion, se realizo la
recopilacion de los datos de las fichas de registro de los empleados de la

empresa Pesquera Corporacién de Alimentos Maritimo S.A.C., donde
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posteriormente se realizd6 un proceso de depuracion de los datos que son
redundantes para proceder a la conversién de variables, transformando los
valores numéricos en cualitativos. Este proceso se llevé a cabo utilizando tanto
el software SPSS, Python y Anaconda. Asimismo, se efectué un analisis de
caracter predictivo haciendo uso de Python, que es un lenguaje de
programacion, donde se brindd informacion sobre las métricas. Respecto al
analisis descriptivo, se utilizé el software SPSS para hacer el calculo de la media

a través de la prueba pre y post test.
3.7. Consideraciones éticas

El presente estudio se llevo a cabo siguiendo los lineamientos establecidos por
la Universidad Nacional del Santa, garantizando el respeto por la integridad y
autonomia de las personas. Se actud con responsabilidad en cuanto a la
relevancia, el alcance y los posibles impactos de la investigaciéon. Ademas, se
obtuvo el consentimiento informado, asegurando que las personas involucradas
en la empresa en cuestion sean plenamente informadas sobre el objetivo y la
naturaleza del estudio. El trabajo se sustenta en el principio de veracidad,
garantizando que los datos presentados son auténticos y no han sido
manipulados de ninguna manera. Finalmente, la estructura de las citas siguio los
estandares de la séptima edicion del formato APA y se respetaron los derechos

de autor mediante las correspondientes referencias.
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IV. Resultados y discusion

En esta seccion se presentan los resultados obtenidos a partir de la
implementacion de los algoritmos de inteligencia artificial: arboles de decision,
KNN, Random Forest, SVM, redes bayesianas y gradiente para la prediccion de
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. Asimismo,
las figuras del 15 al 170 evidencian el procedimiento (véase figura 10) de
ejecucion experimental desarrollado para cada algoritmo, incluyendo las etapas
de carga y preparacion de datos, particionamiento del conjunto de datos,
entrenamiento de los modelos y obtencidén de métricas de evaluacion. Estas
evidencias permiten garantizar la trazabilidad y reproducibilidad del proceso de

modelamiento aplicado en la investigacion.

A continuacién, presentaremos los resultados obtenidos por cada una de las

hipotesis planteadas.

HE1: Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Accuracy los accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.

Tabla 11. Rendimiento de los modelos segun la métrica Accuracy

CVv Arbol de KNN Random SVM Redes Gradiente
Decision Forest Bayesianas
2 100.00% 72.73% 100.00% 77.27% 90.91% 100.00%
3 100.00% 72.73% 100.00% 90.91% 90.91% 100.00%
4 81.82% 77.27% 100.00% 90.91% 95.45% 100.00%
5 100.00% 77.27% 100.00% 90.91% 95.45% 100.00%
6 4545% 77.27% 100.00% 90.91% 95.45% 100.00%
7 100.00% 77.27% 100.00% 90.91% 95.45% 100.00%
8 100.00% 77.27% 95.45% 77.27% 95.45% 100.00%
9 81.82% 77.27% 100.00% 77.27% 95.45% 100.00%
10
11
Prom

100.00% 77.27% 100.00% 77.27% 95.45% 100.00%
100.00% 77.27% 100.00% 77.27% 95.45% 100.00%
90.91% 76.36% 99.55% 84.09% 94.54% 100.00%

Figura 4. Promedio de los modelos segun la métrica Accuracy
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Interpretacion: Tal como se observa en la Tabla 11 y la Figura 4, la técnica con
el porcentaje mas Optimo segun la métrica de accuracy para la prediccion de
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. es el
modelo Gradiente, con un valor promedio de 100.00%, seguido de Random

Forest con 99.55%, y posteriormente Redes Bayesianas con 94.54%.

Comparando con estudios previos, el desempefio de Random Forest, nuestro
segundo mejor modelo, es consistente con los hallazgos de Luo et al. (2023),
quienes reportaron un accuracy de 82% en la prediccion de la gravedad de
accidentes en la construccion. De manera similar, Khairuddin et al. (2022)
obtuvieron un accuracy de 0.949 con Random Forest para anticipar la gravedad
de lesiones ocupacionales en diversas industrias, confirmando el alto porcentaje

de accuracy de modelos basados en arboles.

Tabla 12. ANOVA de la métrica Accuracy

ANOVA

Suma de al Media F Sig.
cuadrados cuadratica

Entre 4285.394 5 857.079 13.775 0.000

grupos

Dentrode  3359.978 54 62.222
grupos
Total 7645.372 59
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Como se muestra en la Tabla 12, el nivel de significancia obtenido en la prueba
ANOVA fue de 0.000, es decir, menor a 0.05. Por lo tanto, se procede a rechazar
la hipotesis nula de igualdad y se llega a interpretar que al menos una de las

medias difiere significativamente de las demas.

Tabla 13. Tukey de la métrica Accuracy

Comparaciones muiltiples

Variable dependiente: valor
HSD Tukey
Diferencia
. . Desv. Intervalo de
(1) algoritmo de medias E ) o
rror . confianza al 95%
(1-J) Sig.
Limite Limite
inferior superior
ARBOL DE DECISION KNN 14,54700° 3.52766  0.002 4.1246 24.9694
RANDOM_FOREST -8.63600 3.52766  0.158 -19.0584 1.7864
SVM 6.81900 3.52766 0.394  -3.6034 17.2414
REDES BAYESIANAS -3.63300 3.52766 0.906 -14.0554 6.7894
GRADIENTE -9.09100 3.52766 0.121 -19.5134 1.3314
KNN ARBOL DE DECISION -14,54700° 3.52766 0.002 -24.9694 -4.1246
RANDOM_FOREST -23,18300° 3.52766 0.000 -33.6054 -12.7606
SVM -7.72800 3.52766 0.259 -18.1504 2.6944
REDES BAYESIANAS -18,18000" 3.52766 0.000 -28.6024 -7.7576
GRADIENTE -23,63800° 3.52766 0.000 -34.0604 -13.2156
RANDOM_FOREST ARBOL_DE_DECISION 8.63600 3.52766  0.158 -1.7864 19.0584
KNN 23,18300°  3.52766  0.000 12.7606 33.6054
SVM 15,45500°  3.52766  0.001 5.0326 25.8774
REDES_BAYESIANAS 5.00300 3.52766 0.716  -5.4194 15.4254
GRADIENTE -0.45500 3.52766 1.000 -10.8774 9.9674
SVM ARBOL_DE_DECISION -6.81900 3.52766  0.394 -17.2414 3.6034
KNN 7.72800 3.52766 0.259  -2.6944 18.1504
RANDOM_ FOREST -15,45500° 3.52766  0.001 -25.8774 -5.0326
REDES BAYESIANAS -10,45200° 3.52766 0.049 -20.8744 -0.0296
GRADIENTE -15,91000° 3.52766 0.000 -26.3324 -5.4876
REDES_ BAYESIANAS ARBOL _DE DECISION 3.63300 3.52766 0.906  -6.7894 14.0554
KNN 18,18000°  3.52766  0.000 7.7576 28.6024
RANDOM_FOREST -5.00300 3.52766 0.716  -15.4254 5.4194
SVM 10,45200° 3.52766  0.049 0.0296 20.8744
GRADIENTE -5.45800 3.52766 0.636 -15.8804 4.9644
GRADIENTE ARBOL _DE_DECISION 9.09100 3.52766  0.121 -1.3314 19.5134
KNN 23,63800°  3.52766  0.000  13.2156 34.0604
RANDOM_FOREST 0.45500 3.52766 1.000  -9.9674 10.8774
SVM 15,91000° 3.52766  0.000 5.4876 26.3324
REDES BAYESIANAS 5.45800 3.52766 0.636  -4.9644 15.8804

Referente a la prueba Tukey que se observa en la Tabla 13 con un nivel de
significancia de 0.05, se observa que Arbol de Decisién presenta Diferencia
significativa con KNN (Sig. = 0.002), en cambio No es significativa con Random
Forest (Sig. = 0.158), SVM (Sig. = 0.394), Redes Bayesianas (Sig. = 0.906) ni
Gradiente (Sig. = 0.121).

Por otro lado, KNN muestra diferencias significativas con Arbol de Decision (Sig.
= 0.002), Random Forest (Sig. = 0.000), Redes Bayesianas (Sig. = 0.000) y
Gradiente (Sig. = 0.000), mientras que no es significativa con SVM (Sig. = 0.259).
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Asimismo, Random Forest presenta diferencias significativas con KNN (Sig. =
0.000) y SVM (Sig. = 0.001), pero no es significativa con Arbol de Decisién (Sig.
= 0.158), Redes Bayesianas (Sig. = 0.716) ni Gradiente (Sig. = 1.000).

Igualmente, SVM muestra diferencias significativas con Random Forest (Sig. =
0.001), Redes Bayesianas (Sig. = 0.049) y Gradiente (Sig. = 0.000), mientras
que no es significativa con Arbol de Decision (Sig. = 0.394) ni KNN (Sig. = 0.259).

A su vez, Redes Bayesianas presenta diferencias significativas con KNN (Sig. =
0.000) y SVM (Sig. = 0.049), pero no es significativa con Arbol de Decisién (Sig.
= 0.906), Random Forest (Sig. = 0.716) ni Gradiente (Sig. = 0.636).

Cabe anadir que Gradiente muestra diferencias significativas con KNN (Sig. =
0.000) y SVM (Sig. = 0.000), mientras que no es significativa con Arbol de
Decision (Sig. = 0.121), Random Forest (Sig. = 1.000) ni Redes Bayesianas (Sig.
= 0.636).

HE2: Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Precision los accidentes laborales en la Corporacién de Alimentos
Maritimo S.A.C.

Tabla 14. Rendimiento de los modelos segun la métrica Precision

cv Arbolde KNN  Random  SVM Redes  Gradiente
Decision Forest Bayesianas
2 100.00% 85.71% 100.00% 76.19% 93.75% 100.00%
3 100.00% 85.71% 100.00% 93.75% 93.75% 100.00%
4 92.31% 86.67% 100.00% 93.75% 94.12% 100.00%
5 100.00% 86.67% 100.00% 93.75% 94.12% 100.00%
6 61.54% 86.67% 100.00% 93.75% 94.12% 100.00%
7 100.00% 86.67% 100.00% 93.75% 94.12% 100.00%
8
9
10
11

100.00% 86.67% 93.75% 76.19% 94.12% 100.00%

92.31% 86.67% 100.00% 76.19% 94.12% 100.00%

100.00% 86.67% 100.00% 76.19% 94.12% 100.00%

100.00% 86.67% 100.00% 76.19% 94.12% 100.00%

Prom. 94.62% 86.48% 99.38% 84.97% 94.05% 100.00%

Figura 5. Promedio de los modelos segtn la métrica Precision
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Interpretacion: Tal como se observa en la Tabla 14 y Figura 5, la técnica con el
porcentaje mas Optimo segun la métrica de precision para la prediccion de
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. es el

modelo Gradiente, con un valor promedio de 100.00%, seguido de Random

99.38%

100.00%

86.48%

84.97%

Arbol de KNN Random SVM Redes Gradiente
Decision Forest Bayesianas

e=@==Prom.

Forest con 99.38%, y posteriormente Arbol de Decisién con 94.62%.

Estos resultados coinciden parcialmente con los hallazgos de Ozkan & Ulags (2024)
realizaron un estudio con el objetivo de desarrollar un marco predictivo basado
en aprendizaje automatico (ML) utilizando datos de accidentes laborales para
identificar las causas de amputacion y muertes en el sector metalurgico el

modelo Random Forest (RF) obtuvo el mejor desempefio con una precision de

0.9618

Tabla 15. ANOVA de la métrica Precision

ANOVA
Suma de gl Media F Sig.
cuadrados cuadratica
Entre 1999.960 5 399.992 10.211 0.000
grupos
Dentro 2115.303 54 39.172
de
grupos
Total 4115.264 59
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Tal como se observa en la Tabla 15, el ANOVA muestra un valor de significancia
de 0.000, es decir, menor a 0.05. Por lo tanto, se rechaza la hipétesis nula y se
resalta que al menos uno de los modelos presenta un rendimiento

significativamente diferente en términos de precision.

Tabla 16. Tukey de la métrica Precision

Comparaciones muiltiples

Variable dependiente: valor
HSD Tukey
Diferencia )
. . Desv. Intervalo de confianza
(1) algoritmo de medias E o
rror . al 95%
(1-J) Sig.
Limite Limite
inferior superior
ARBOL DE DECISION KNN 8.13800 2.79901 0.056 -0.1316 16.4076
RANDOM_FOREST -4.75900 2.79901 0.538 -13.0286 3.5106
SVM 9,64600° 2.79901 0.013 1.3764 17.9156
REDES BAYESIANAS 0.57000 2.79901 1.000 -7.6996 8.8396
GRADIENTE -5.38400 2.79901 0.399 -13.6536 2.8856
KNN ARBOL DE DECISION -8.13800 2.79901 0.056 -16.4076 0.1316
RANDOM FOREST -12,89700°  2.79901 0.000 -21.1666 -4.6274
SVM 1.50800 2.79901 0.994 -6.7616 9.7776
REDES BAYESIANAS -7.56800 2.79901 0.091 -15.8376 0.7016
GRADIENTE -13,562200°  2.79901 0.000 -21.7916 -5.2524
RANDOM_FOREST ARBOL_DE _DECISION 4.75900 2.79901 0.538 -3.5106 13.0286
KNN 12,89700° 2.79901 0.000 4.6274 21.1666
SVM 14,40500° 2.79901 0.000 6.1354 22.6746
REDES BAYESIANAS 5.32900 2.79901 0.411 -2.9406 13.5986
GRADIENTE -0.62500 2.79901 1.000 -8.8946 7.6446
SVM ARBOL_DE_DECISION -9,64600° 2.79901 0.013 -17.9156 -1.3764
KNN -1.50800 2.79901 0.994 -9.7776 6.7616
RANDOM FOREST -14,40500"  2.79901 0.000 -22.6746 -6.1354
REDES BAYESIANAS -9,07600° 2.79901 0.024 -17.3456 -0.8064
GRADIENTE -15,03000"  2.79901 0.000 -23.2996 -6.7604
REDES BAYESIANAS ARBOL _DE DECISION -0.57000 2.79901 1.000 -8.8396 7.6996
KNN 7.56800 2.79901 0.091 -0.7016 15.8376
RANDOM_FOREST -5.32900 2.79901 0.411 -13.5986 2.9406
SVM 9,07600 2.79901 0.024 0.8064 17.3456
GRADIENTE -5.95400 2.79901 0.289 -14.2236 2.3156
GRADIENTE ARBOL_DE DECISION 5.38400 2.79901 0.399 -2.8856 13.6536
KNN 13,52200° 2.79901 0.000 5.2524 21.7916
RANDOM_FOREST 0.62500 2.79901 1.000 -7.6446 8.8946
SVM 15,03000°  2.79901 0.000 6.7604 23.2996

REDES_BAYESIANAS 5.95400 2.79901 0.289 -2.3156 14.2236

Segun la prueba Tukey con un nivel de significancia de 0.05, se observa, en
términos de la métrica de precision que el algoritmo Arbol de Decision presenta
diferencia significativa con SVM (Sig. = 0.013), en cambio no es significativa con
KNN (Sig. = 0.056), Random Forest (Sig. = 0.538), Redes Bayesianas (Sig. =
1.000) ni Gradiente (Sig. = 0.399).

Sumado a lo anterior, KNN muestra diferencias significativas con Random Forest
(Sig. = 0.000) y Gradiente (Sig. = 0.000), pero no es significativa con Arbol de
Decision (Sig. = 0.056), SVM (Sig. = 0.994) ni Redes Bayesianas (Sig. = 0.091).
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Adicionalmente, Random Forest presenta diferencias significativas con KNN
(Sig. = 0.000) y SVM (Sig. = 0.000), mientras que no es significativa con Arbol
de Decision (Sig. = 0.538), Redes Bayesianas (Sig. = 0.411) ni Gradiente (Sig.
1.000).

Ademas, SVM muestra diferencias significativas con Arbol de Decisién (Sig.
0.013), Random Forest (Sig. = 0.000), Redes Bayesianas (Sig. = 0.024) y
Gradiente (Sig. = 0.000), pero no es significativa con KNN (Sig. = 0.994).

Incluso Redes Bayesianas presenta diferencia significativa con SVM (Sig.
0.024), en cambio no es significativa con Arbol de Decisién (Sig. = 1.000), KNN
(Sig. = 0.091), Random Forest (Sig. = 0.411) ni Gradiente (Sig. = 0.289).

Del mismo modo, Gradiente muestra diferencias significativas con KNN (Sig. =
0.000) y SVM (Sig. = 0.000), mientras que no es significativa con Arbol de
Decision (Sig. = 0.399), Random Forest (Sig. = 1.000) ni Redes Bayesianas (Sig.
= 0.289).

HE3: Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con Recall (Sensibilidad) los accidentes laborales en la Corporacion de
Alimentos Maritimo S.A.C.

Tabla 17. Rendimiento de los modelos segun la métrica Recall

cv Arbolde KNN Random  SVM Redes  Gradiente
Decisién Forest Bayesianas
2 100.00% 75.00% 100.00% 100.00% 93.75% 100.00%
3 100.00% 75.00% 100.00% 93.75% 93.75% 100.00%
4 80.00% 81.25% 100.00% 93.75% 100.00% 100.00%
5 100.00% 81.25% 100.00% 93.75% 100.00% 100.00%
6 53.33% 81.25% 100.00% 93.75% 100.00% 100.00%
7 100.00% 81.25% 100.00% 93.75% 100.00% 100.00%
8 100.00% 81.25% 100.00% 100.00% 100.00% 100.00%
9 80.00% 81.25% 100.00% 100.00% 100.00% 100.00%
10
11
Prom

100.00% 81.25% 100.00% 100.00% 100.00% 100.00%
100.00% 81.25% 100.00% 100.00% 100.00% 100.00%
91.33% 80.00% 100.00% 96.88% 98.75% 100.00%

Figura 6. Promedio de los modelos segun la métrica Recall
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Interpretacion: Tal como se observa en la Tabla 17 y Figura 6, la técnica con el
porcentaje mas oOptimo segun la métrica de Recall o sensibilidad, para la
prediccion de accidentes laborales en la Corporacion de Alimentos Maritimo
S.A.C. son los modelos Gradiente y Random Forest con un promedio de
100.00%, seguido de Redes Bayesianas con 98.75%. Posteriormente, se
encuentran SVM con 96.88%, Arbol de Decision con 91.33% vy finalmente KNN
con 80.00%.

Estos resultados son consistentes con el estudio de Ozkan y Ulas (2024) quienes
desarrollaron un marco predictivo basado en aprendizaje automatico utilizando
datos de accidentes laborales del sector metalurgico en Turquia, donde Random
Forest alcanzé un recall de 0.9518, mostrando un alto desempefio para
identificar eventos criticos. Asimismo, Tamascelli et al. (2022) destacan que los
modelos de Deep Learning pueden aprovechar la informacion logrando un recall
de 0.91.

Tabla 18. ANOVA de la métrica Recall
ANOVA

valor
Suma de gl Media F Sig.
cuadrados cuadratica
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Entre 3044.827 5 608.965 13.424 0.000

grupos

Dentro de 2449.576 54 45.363
grupos

Total 5494.403 59

Tal como se observa en la Tabla 18, el ANOVA muestra un valor con un nivel de
significancia de 0.000, siendo menor a 0.05. Por lo tanto, se rechaza la hipétesis
nula, por ello, se puede mencionar que al menos uno de los modelos presenta

un rendimiento significativamente diferente en términos de Recall.

Tabla 19. Tukey de la métrica Recall

Comparaciones multiples

Variable dependiente: valor
HSD Tukey
. . Intervalo
Diferencia
. ) Desv. de
(1) algoritmo de medias E )
rror . confianza
() Sig. al 95%
Limite Limite
inferior superior
ARBOL_DE DECISION KNN 11,33300" 3.01206 0.005 2.4339 20.2321
RANDOM_FOREST -8.66700 3.01206 0.060 -17.5661 0.2321
SVM -5.54200 3.01206 0.450 -14.4411 3.3571
REDES_BAYESIANAS -7.41700 3.01206 0.154 -16.3161 1.4821
GRADIENTE -8.66700 3.01206 0.060 -17.5661 0.2321
KNN ARBOL DE DECISION  -11,33300" 3.01206 0.005 -20.2321 -2.4339
RANDOM_ FOREST -20,00000" 3.01206 0.000 -28.8991 -11.1009
SVM -16,87500" 3.01206 0.000 -25.7741 -7.9759
REDES BAYESIANAS -18,75000" 3.01206 0.000 -27.6491 -9.8509
GRADIENTE -20,00000" 3.01206 0.000 -28.8991 -11.1009
RANDOM FOREST ARBOL _DE DECISION 8.66700 3.01206 0.060 -0.2321 17.5661
KNN 20,00000° 3.01206 0.000 11.1009 28.8991
SVM 3.12500 3.01206 0.903 -5.7741 12.0241
REDES BAYESIANAS 1.25000 3.01206 0.998 -7.6491 10.1491
GRADIENTE 0.00000 3.01206 1.000 -8.8991 8.8991
SVM ARBOL_DE_DECISION 5.54200 3.01206 0.450 -3.3571 14.4411
KNN 16,87500° 3.01206 0.000 7.9759 25.7741
RANDOM FOREST -3.12500 3.01206 0.903 -12.0241 5.7741
REDES BAYESIANAS -1.87500 3.01206 0.989 -10.7741 7.0241
GRADIENTE -3.12500 3.01206 0.903 -12.0241 5.7741
REDES BAYESIANAS ARBOL DE DECISION 7.41700 3.01206 0.154 -1.4821 16.3161
KNN 18,75000" 3.01206 0.000 9.8509 27.6491
RANDOM_FOREST -1.25000 3.01206 0.998 -10.1491 7.6491
SVM 1.87500 3.01206 0.989 -7.0241 10.7741
GRADIENTE -1.25000 3.01206 0.998 -10.1491 7.6491
GRADIENTE ARBOL _DE _DECISION 8.66700 3.01206 0.060 -0.2321 17.5661
KNN 20,00000° 3.01206 0.000 11.1009 28.8991
RANDOM_FOREST 0.00000 3.01206 1.000 -8.8991 8.8991
SVM 3.12500 3.01206 0.903 -5.7741 12.0241
REDES_BAYESIANAS 1.25000 3.01206 0.998 -7.6491 10.1491

Segun la prueba Tukey, en la tabla 19, teniendo en cuenta nivel de significancia
de 0.05, en términos de Recall, Arbol de Decision presenta diferencia significativa

con KNN (Sig. = 0.005), mientras que no es significativa con Random Forest (Sig.
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=0.060), SVM (Sig. = 0.450), Redes Bayesianas (Sig. = 0.154) ni Gradiente (Sig.
= 0.060).

También, KNN muestra diferencias significativas con el resto de algoritmos, es
decir, con todas las restantes, siendo Arbol de Decision (Sig. = 0.005), Random

Forest, SVM, Redes Bayesianas y Gradiente con (Sig. = 0.000).

Asimismo, se menciona que Random Forest presenta diferencia significativa
unicamente con KNN (Sig. = 0.000), mientras que no es significativa con Arbol
de Decision (Sig. = 0.060), SVM (Sig. = 0.903), Redes Bayesianas (Sig. = 0.998)
ni Gradiente (Sig. = 1.000).

De igual forma SVM muestra diferencia significativa inicamente con KNN (Sig.
= 0.000), mientras que no es significativa con Arbol de Decision (Sig. = 0.450),
Random Forest (Sig. = 0.903), Redes Bayesianas (Sig. = 0.989) ni Gradiente
(Sig. = 0.903).

Redes Bayesianas presenta diferencia significativa unicamente con KNN (Sig. =
0.000), y no es significativa con Arbol de Decisién (Sig. = 0.154), Random Forest
(Sig. = 0.998), SVM (Sig. = 0.989) ni Gradiente (Sig. = 0.998).

Sumado a ello, Gradiente muestra diferencia significativa unicamente con KNN
(Sig. = 0.000), mientras que no es significativa con Arbol de Decisién (Sig. =
0.060), Random Forest (Sig. = 1.000), SVM (Sig. = 0.903) ni Redes Bayesianas
(Sig. = 0.998).

HE4: Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con F1 Score los accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.

Tabla 20. Rendimiento de los modelos segtn la métrica F1 Score

Ccv Arbolde KNN  Random  SVM Redes  Gradiente
Decision Forest Bayesianas
2 100.00% 80.00% 100.00% 86.49% 93.75% 100.00%
3 100.00% 80.00% 100.00% 93.75% 93.75% 100.00%
4 85.71% 83.87% 100.00% 93.75% 96.97% 100.00%
5 100.00% 83.87% 100.00% 93.75% 96.97% 100.00%
6 57.14% 83.87% 100.00% 93.75% 96.97% 100.00%
7 100.00% 83.87% 100.00% 93.75% 96.97% 100.00%
8 100.00% 83.87% 96.77% 86.49% 96.97% 100.00%
9 85.71% 83.87% 100.00% 86.49% 96.97% 100.00%
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10 100.00% 83.87% 100.00% 86.49% 96.97% 100.00%
11 100.00% 83.87% 100.00% 86.49% 96.97% 100.00%
Prom. 9286% 83.10% 99.68% 90.12% 96.33% 100.00%

Figura 7. Promedio de los modelos segun la métrica F1 Score
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Interpretacion: Como se observa en la Tabla 20 y Figura 7, la técnica con el
porcentaje mas Optimo segun la métrica de F1 Score para la prediccién de
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. es el
modelo Gradiente, con un valor promedio de 100.00%, seguido de Random
Forest con 99.68%, y posteriormente Redes Bayesianas con 96.33%.
Posteriormente se encuentran Arbol de Decisién con 92.86%, SVM con 90.12%
y KNN con 83.10%.

Estos resultados son consistentes con estudios previos, Khairuddin et al. (2022)
también encontraron que Random Forest tuvo un alto desemperfio, con un F1
Score de 0.909 para predecir la gravedad de lesiones ocupacionales en
diferentes industrias, lo que coincide con nuestro segundo mejor modelo,
mostrando que los métodos basados en arboles son muy efectivos para este tipo
de predicciones. De manera complementaria, aunque los modelos sean
diferentes, Zhou et al. (2025) reportaron un F1 Score de 97.79% usando Bi-
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LSTM-CRF en un Grafo de Conocimiento de accidentes por caidas desde altura,
lo que indica que es posible alcanzar altos niveles de F1 Score en la

identificacion de eventos criticos.

Tabla 21. ANOVA de la métrica F1 Score

ANOVA
valor
Suma de al Media F Sig.

cuadrados cuadratica
Entre 2082.814 5 416.563 11.736 0.000
grupos
Dentro de 1916.732 54 35.495
grupos
Total 3999.545 59

Tal como se observa en la Tabla 21, el ANOVA muestra un valor significancia de
0.000, es decir, menor a 0.05. Por lo tanto, se rechaza la hipotesis nula llegando
a concluir que al menos los modelos presentan un rendimiento significativamente

diferente en términos de F1 Score.

Tabla 22. Tukey de la métrica F1 Score

Comparaciones multiples

Variable dependiente: valor
HSD Tukey
(1) algoritmo Diferencia de Desv. Sig. Intervalo
medias (I-J) Error de
confianza
al 95%
Limite Limite
inferior superior
ARBOL_DE DECISION KNN 9,76000° 2.66440 0.007 1.8881 17.6319
RANDOM_FOREST -6.82100 2.66440 0.125  -14.6929 1.0509
SVM 2.73600 2.66440 0.907 -5.1359  10.6079
REDES_BAYESIANAS -3.47000 2.66440 0.782  -11.3419 4.4019
GRADIENTE -7.14400 2.66440 0.096  -15.0159 0.7279
KNN ARBOL_DE_DECISION -9,76000" 2.66440 0.007  -17.6319  -1.8881
RANDOM_FOREST -16,58100" 2.66440 0.000 -24.4529  -8.7091
SVM -7.02400 2.66440 0.106  -14.8959 0.8479
REDES_BAYESIANAS -13,23000" 2.66440 0.000 -21.1019  -5.3581
GRADIENTE -16,90400" 2.66440 0.000 -24.7759  -9.0321
RANDOM_FOREST ARBOL _DE_DECISION 6.82100 2.66440 0.125 -1.0509  14.6929
KNN 16,58100° 2.66440  0.000 8.7091  24.4529
SVM 9,55700"  2.66440 0.009 1.6851 17.4289
REDES_BAYESIANAS 3.35100 2.66440 0.806 -4.5209  11.2229
GRADIENTE -0.32300 2.66440 1.000 -8.1949 7.5489
SVM ARBOL_DE_DECISION -2.73600 2.66440 0.907  -10.6079 5.1359
KNN 7.02400 2.66440 0.106 -0.8479  14.8959
RANDOM_FOREST -9,565700" 2.66440 0.009  -17.4289  -1.6851
REDES_BAYESIANAS -6.20600 2.66440 0.200  -14.0779 1.6659
GRADIENTE -9,88000" 2.66440 0.006  -17.7519  -2.0081
REDES BAYESIANAS  ARBOL_DE_DECISION 3.47000 2.66440 0.782 -4.4019  11.3419
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KNN 13,23000° 2.66440 0.000 5.3581 21.1019

RANDOM_FOREST -3.35100 2.66440 0.806  -11.2229 4.5209
SVM 6.20600 2.66440 0.200 -1.6659 14.0779
GRADIENTE -3.67400 2.66440 0.739  -11.5459 4.1979
GRADIENTE ARBOL_DE_DECISION 7.14400 2.66440 0.096 -0.7279  15.0159
KNN 16,90400° 2.66440 0.000 9.0321  24.7759
RANDOM_FOREST 0.32300 2.66440 1.000 -7.5489 8.1949
SVM 9,88000" 2.66440 0.006 2.0081 17.7519
REDES_BAYESIANAS 3.67400 2.66440 0.739 -4.1979  11.5459

Segun la prueba de Tukey, teniendo en cuenta la métrica F1 Score con un nivel
de significancia de 0.05, el modelo Arbol de Decision presenta diferencia
significativa con KNN (Sig. = 0.007), mientras que no es significativa con Random
Forest (Sig. = 0.125), SVM (Sig. = 0.907), Redes Bayesianas (Sig. = 0.782) ni
Gradiente (Sig. = 0.096).

KNN muestra diferencias significativas con Arbol de Decisién (Sig. = 0.007),

0.000),

Random Forest (Sig. = 0.000), Redes Bayesianas y Gradiente (Sig.
pero no es significativa con SVM (Sig. = 0.106).

Por otro lado, Random Forest presenta diferencias significativas con KNN (Sig.
= 0.000) y SVM (Sig. = 0.009), mientras que no es significativa con Arbol de
Decision (Sig. = 0.125), Redes Bayesianas (Sig. = 0.806) ni Gradiente (Sig. =
1.000).

Se afade a SVM muestra diferencias significativas con Random Forest (Sig. =
0.009) y Gradiente (Sig. = 0.006), mientras que no es significativa con Arbol de
Decision (Sig. = 0.907), KNN (Sig. = 0.106) ni Redes Bayesianas (Sig. = 0.200).

También, Redes Bayesianas presenta diferencia significativa unicamente con
KNN (Sig. = 0.000), y no es significativa con Arbol de Decision (Sig. = 0.782),
Random Forest (Sig. = 0.806), SVM (Sig. = 0.200) ni Gradiente (Sig. = 0.739).

En paralelo, Gradiente muestra diferencias significativas con KNN (Sig. = 0.000)
y SVM (Sig. = 0.006), mientras que no es significativa con Arbol de Decision (Sig.
= 0.096), Random Forest (Sig. = 1.000) ni Redes Bayesianas (Sig. = 0.739).

HES5: Un modelo basado en Inteligencia Artificial y Oversampling permite
predecir con ROC AUC los accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.
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Tabla 23. Rendimiento de los modelos segtn la métrica ROC AUC

cv Arbolde KNN Random  SVM Redes  Gradiente
Decision Forest Bayesianas

2 100.00% 80.21% 100.00% 79.17% 96.88% 100.00%
3 100.00% 80.21% 100.00% 95.83% 96.88% 100.00%
4 85.71% 80.21% 100.00% 95.83% 96.88% 100.00%
5 100.00% 80.21% 100.00% 95.83% 96.88% 100.00%
6 48.57% 80.21% 100.00% 95.83% 96.88% 100.00%
7 100.00% 80.21% 100.00% 95.83% 96.88% 100.00%
8 100.00% 80.21% 99.05% 79.17% 96.88% 100.00%
9 81.43% 80.21% 100.00% 79.17% 96.88% 100.00%
10 100.00% 80.21% 100.00% 79.17% 96.88% 100.00%
11 100.00% 80.21% 100.00% 79.17% 96.88% 100.00%
Prom. 91.57% 80.21% 99.91% 87.50% 96.88% 100.00%

Figura 8. Promedio de los modelos segtuin la métrica ROC AUC
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=@=Prom.

Interpretacion: Tal como se observa en la Tabla 23 y Figura 8, la técnica con el
porcentaje 6ptimo segun la métrica de ROC AUC para la prediccion de
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. es el
modelo Gradiente, con un valor promedio de 100.00%, seguido de Random

Forest con 99.91%, y posteriormente Redes Bayesianas con 96.88%.
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Posteriormente se encuentran Arbol de Decisién con 91.57%, SVM con 87.50%
y KNN con 80.21%.

Estos resultados son similares a los encontrados por Khairuddin et al. (2022),
haciéndose la comparacion con nuestro segundo mejor modelo, Random Forest
(99.91%). Los autores muestran un desempefio muy similar al de quienes
reportaron que modelos como Random Forest, SVM y KNN lograron valores
altos de AUC (0.95) para predecir la gravedad de lesiones ocupacionales. Esto
confirma que los modelos basados en arboles suelen funcionar bien para este

tipo de predicciones.

Tabla 24. ANOVA la métrica ROC AUC

ANOVA
valor
Suma de gl Media F Sig.
cuadrados cuadratica
Entre 3069.862 5 613.972 10.431 0.000
grupos
Dentro de 3178.315 54 58.858
grupos
Total 6248.176 59

En la Tabla 24, el ANOVA muestra un nivel de significancia de 0.000. Por lo
tanto, se rechaza la hipdtesis nula, asi que al menos uno de los modelos

presenta un rendimiento significativamente diferente en términos de ROC AUC.

Tabla 25. Tukey de la métrica ROC AUC

Comparaciones muiltiples

Variable dependiente: valor
HSD Tukey
(1) algoritmo Diferencia Desv. Sig. Intervalo
de medias Error de
(I-J) confianza
al 95%
Limite Limite
inferior superior
ARBOL_DE_DECISION KNN 11,36100° 3.43097 0.020 1.2243  21.4977
RANDOM_FOREST -8.33400 3.43097 0.165 -18.4707 1.8027
SVM 4.07100 3.43097 0.841 -6.0657  14.2077
REDES_BAYESIANAS -5.30900 3.43097 0.636 -15.4457 4.8277
GRADIENTE -8.42900 3.43097 0.156 -18.5657 1.7077
KNN ARBOL_DE_DECISION -11,36100"  3.43097 0.020 -21.4977  -1.2243
RANDOM_FOREST -19,69500°  3.43097 0.000 -29.8317  -9.5583
SVM -7.29000 3.43097 0.290 -17.4267 2.8467
REDES_BAYESIANAS -16,67000" 3.43097 0.000 -26.8067  -6.5333
GRADIENTE -19,79000°  3.43097 0.000 -29.9267  -9.6533
RANDOM_FOREST ARBOL_DE_DECISION 8.33400 3.43097 0.165 -1.8027  18.4707
KNN 19,69500° 3.43097 0.000 9.5583  29.8317
SVM 12,40500° 3.43097 0.008 2.2683 225417
REDES_BAYESIANAS 3.02500 3.43097 0.949 71117 13.1617
GRADIENTE -0.09500 3.43097 1.000 -10.2317  10.0417
SVM ARBOL_DE_DECISION -4.07100  3.43097  0.841 -14.2077 6.0657
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KNN 7.29000 3.43097 0.290 -2.8467  17.4267

RANDOM_FOREST -12,40500°  3.43097 0.008 -22.5417  -2.2683
REDES_BAYESIANAS -9.38000 3.43097 0.085 -19.5167 0.7567
GRADIENTE -12,50000"  3.43097 0.008 -22.6367  -2.3633
REDES_BAYESIANAS ARBOL_DE_DECISION 5.30900 3.43097 0.636 -4.8277  15.4457
KNN 16,67000° 3.43097 0.000 6.5333  26.8067
RANDOM_FOREST -3.02500 3.43097 0.949 -13.1617 71117
SVM 9.38000 3.43097 0.085 -0.7567  19.5167
GRADIENTE -3.12000 3.43097 0.942 -13.2567 7.0167
GRADIENTE ARBOL_DE_DECISION 8.42900 3.43097 0.156 -1.7077  18.5657
KNN 19,79000°  3.43097 0.000 9.6533  29.9267
RANDOM_FOREST 0.09500 3.43097 1.000 -10.0417  10.2317
SVM 12,50000° 3.43097 0.008 2.3633 22.6367
REDES_BAYESIANAS 3.12000  3.43097 0.942 -7.0167  13.2567

Segun la prueba Tukey en la Tabla 25, con un nivel de significancia de 0.05, se
observa que algunos modelos presentan diferencias significativas en términos
de ROC AUC, con ello, Arbol de Decision muestra diferencia significativa
unicamente con KNN (Sig. = 0.020), mientras que no es significativa con Random
Forest (Sig. = 0.165), SVM (Sig. = 0.841), Redes Bayesianas (Sig. = 0.636) ni
Gradiente (Sig. = 0.156).

Ademas, KNN presenta diferencias significativas con Arbol de Decisién (Sig. =
0.020),, Random Forest, Redes Bayesianas y Gradiente (Sig. = 0.000), pero no
es significativa con SVM (Sig. = 0.290).

En esta misma linea, el algoritmo Random Forest tiene diferencias significativas
con KNN (Sig. = 0.000) y SVM (Sig. = 0.008), mientras que no es significativo
con Arbol de Decisién (Sig. = 0.165), Redes Bayesianas (Sig. = 0.949) ni
Gradiente (Sig. = 1.000).

SVM muestra diferencias significativas con Random Forest y Gradiente (Sig. =
0.008), pero no es significativa con Arbol de Decision (Sig. = 0.841), KNN (Sig.
= 0.290) ni Redes Bayesianas (Sig. = 0.085).

Redes Bayesianas presenta diferencia significativa solamente con KNN (Sig. =
0.000), mientras que no es significativa con Arbol de Decisiéon (Sig. = 0.636),
Random Forest (Sig. = 0.949), SVM (Sig. = 0.085) ni Gradiente (Sig. = 0.942).

Asimismo, Gradiente tiene diferencias significativas con KNN (Sig. = 0.000) y
SVM (Sig. = 0.008), mientras que no es significativa con Arbol de Decision (Sig.
= 0.156), Random Forest (Sig. = 1.000) ni Redes Bayesianas (Sig. = 0.942).
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HE®6: Un modelo basado en inteligencia artificial y Oversampling permite predecir
con Matthews los accidentes laborales en la Corporacion de Alimentos Maritimo
S.A.C.

Tabla 26. Rendimiento de los modelos segun la métrica MCC

cv  prolde gy Rendom gy Redes o diente
ecision Forest Bayesianas

100.00% 38.58% 100.00% 35.63% 77.08% 100.00%

100.00% 38.58% 100.00% 77.08% 77.08% 100.00%

62.25% 45.82% 100.00% 77.08% 88.56% 100.00%

100.00% 45.82% 100.00% 77.08% 88.56% 100.00%

-17.14% 45.82% 100.00% 77.08% 88.56% 100.00%

2
3
4
5
6
7 100.00% 45.82% 100.00% 77.08% 88.56% 100.00%
8
9
10
11

100.00% 45.82% 89.64% 35.63% 88.56% 100.00%
62.25% 45.82% 100.00% 35.63% 88.56% 100.00%
100.00% 45.82% 100.00% 35.63% 88.56% 100.00%
100.00% 45.82% 100.00% 35.63% 88.56% 100.00%
Prom. 80.74% 44.37% 98.96% 56.36% 86.26% 100.00%

Figura 9. Promedio de los modelos segun la métrica MCC
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Interpretacion: Tal como se observa en la Tabla 26 y Figura 9, la técnica con el
porcentaje mas 6ptimo segun la métrica de Matthews para la prediccidon de
accidentes laborales en la Corporacion de Alimentos Maritimo S.A.C. es el
modelo Gradiente, con un valor promedio de 100.00%, seguido de Random
Forest con 98.96%, y posteriormente Redes Bayesianas con 86.26%.
Posteriormente se encuentran Arbol de Decisién con 80.74%, SVM con 56.36%

y el porcentaje mas bajo, con menos del 50% es KNN, contando con 44.37%.

Estos resultados son consistentes con el estudio de Ozkan y Ulas (2024),
quienes aplicaron un Gradient Boosting (GBM) para predecir accidentes
laborales en el sector metalurgico en Turquia, alcanzando un accuracy de 0.9073
y un F1-score de 0.9513, mostrando que los modelos basados en Gradient

Boosting obtienen un alto desempefio para identificar eventos criticos.

Tabla 27. ANOVA de la métrica MCC

ANOVA
valor
Suma de al Media F Sig.
cuadrados cuadratica
Entre 25983.315 5 5196.663 15.992 0.000
grupos
Dentro de 17547.473 54 324.953
grupos
Total 43530.788 59

El ANOVA mostrado en la Tabla 27 muestra un valor de sig. 0.000. Por lo tanto,
se rechaza la hipétesis nula (H,) de igualdad de medias entre los modelos,
concluyendo que al menos uno de los modelos presenta un rendimiento
significativamente diferente en términos de Matthews Correlation Coefficient
(MCCQC).
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Tabla 28. Tukey de la métrica MCC

Comparaciones multiples

Variable dependiente: valor
HSD Tukey
(1) algoritmo Diferencia Desv. Sig. Intervalo
de medias Error de
(I-J) confianza
al 95%
Limite Limite
inferior superior
ARBOL_DE DECISION  KNN 36,36400° 8.06168 0.000 12.5459 60.1821
RANDOM_FOREST -18.22800 8.06168 0.228 -42.0461 5.5901
SVM 24,38100° 8.06168 0.042 0.5629 48.1991
REDES_BAYESIANAS -5.52800 8.06168 0.983 -29.3461 18.2901
GRADIENTE -19.26400 8.06168 0.178 -43.0821 4.5541
KNN ARBOL _DE _DECISION  -36,36400 8.06168 0.000 -60.1821 -12.5459
RANDOM_FOREST -54,59200° 8.06168 0.000 -78.4101 -30.7739
SVM -11.98300 8.06168 0.674 -35.8011 11.8351
REDES_BAYESIANAS -41,89200° 8.06168 0.000 -65.7101 -18.0739
GRADIENTE -55,62800 8.06168 0.000 -79.4461 -31.8099
RANDOM_FOREST ARBOL_DE_DECISION 18.22800 8.06168 0.228 -5.5901 42.0461
KNN 54,59200° 8.06168 0.000 30.7739 78.4101
SVM 42,60900° 8.06168 0.000 18.7909 66.4271
REDES_BAYESIANAS 12.70000 8.06168 0.618 -11.1181 36.5181
GRADIENTE -1.03600 8.06168 1.000 -24.8541 22.7821
SVM ARBOL DE DECISION  -24,38100 8.06168 0.042 -48.1991 -0.5629
KNN 11.98300 8.06168 0.674 -11.8351 35.8011
RANDOM_FOREST -42,60900 8.06168 0.000 -66.4271 -18.7909
REDES_BAYESIANAS -29,90900° 8.06168 0.006 -53.7271 -6.0909
GRADIENTE -43,64500° 8.06168 0.000 -67.4631 -19.8269
REDES_BAYESIANAS ARBOL_DE_DECISION 5.52800 8.06168 0.983 -18.2901 29.3461
KNN 41,89200° 8.06168 0.000 18.0739 65.7101
RANDOM_FOREST -12.70000 8.06168 0.618 -36.5181 11.1181
SVM 29,90900° 8.06168 0.006 6.0909 53.7271
GRADIENTE -13.73600 8.06168 0.535 -37.5541 10.0821
GRADIENTE ARBOL_DE_DECISION 19.26400 8.06168 0.178 -4.5541 43.0821
KNN 55,62800° 8.06168 0.000 31.8099 79.4461
RANDOM_FOREST 1.03600 8.06168 1.000 -22.7821 24.8541
SVM 43,64500° 8.06168 0.000 19.8269 67.4631

REDES_BAYESIANAS 13.73600 8.06168 0.535 -10.0821 37.5541

Tal como se observa en la Tabla 27, con un nivel de significancia de 0.05, se
identifican diferencias significativas entre varios modelos en términos de
Matthews Correlation Coefficient (MCC) para la prediccion de accidentes
laborales en la Corporacién de Alimentos Maritimo S.A.C. en la cual el Arbol de
Decision presenta diferencias significativas con KNN (Sig. = 0.000) y SVM (Sig.
= 0.042), mientras que no hay diferencia significativa con Random Forest (Sig. =
0.228), Redes Bayesianas (Sig. = 0.983) ni Gradiente (Sig. = 0.178).

También el KNN muestra diferencias significativas con Arbol de Decision,
Random Forest, Redes Bayesianas y Gradiente, pero no significativa con SVM
(Sig. = 0.674).
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Por otro lado, Random Forest tiene diferencias significativas con KNN y SVM
(Sig. = 0.000), mientras que no es significativa con Arbol de Decisién (Sig. =
0.228), Redes Bayesianas (Sig. = 0.618) ni Gradiente (Sig. = 1.000).

SVM presenta diferencias significativas con Arbol de Decision (Sig. = 0.042),
Random Forest (Sig. = 0.000), Redes Bayesianas (Sig. = 0.006) y Gradiente (Sig.
= 0.000), pero no significativa con KNN (Sig. = 0.674).

Asimismo, Redes Bayesianas muestra diferencias significativas con KNN (Sig. =
0.000) y SVM (Sig. = 0.006), mientras que no hay diferencia significativa con
Arbol de Decision (Sig. = 0.983), Random Forest (Sig. = 0.618) ni Gradiente (Sig.
= 0.535).

Finalmente, Gradiente presenta diferencias significativas con KNN y SVM (Sig.
= 0.000), pero no significativa con Arbol de Decisién (Sig. = 0.178), Random
Forest (Sig. = 1.000) ni Redes Bayesianas (Sig. = 0.535).
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V. Conclusiones y recomendaciones

5.1. Conclusiones

1. Se determindé que la técnica que ofrece la mejor exactitud
(Accuracy) para predecir los accidentes laborales en la
Corporacion de Alimentos Maritimo S.A.C. es el modelo de
Gradiente. La prueba ANOVA indicé un nivel de significancia de
0.00, lo que evidencia que existen diferencias estadisticamente
significativas entre los modelos evaluados. Asimismo, la prueba de
comparaciones multiples de Tukey HDS evidenci6é que el modelo
Gradiente supero significativamente a KNN y SVM (p < 0.05); sin
embargo, no se identificaron diferencias significativas respecto a
arbol de decision, Random Forest y redes bayesianas, lo que indica

un comportamiento predictivo similar entre estos modelos.

2. En cuanto a la precision (Precision), el modelo de Gradiente también mostré
el mejor desempefio con un promedio de 100.00%. Asimismo, el resultado
de la prueba ANOVA indicé que se presentan diferencias entre los modelos
con significancia de p = 0.00. Esta métrica es relevante cuando se desea
detectar la mayor cantidad de instancias positivas, especialmente en
contextos donde los falsos negativos representan un impacto significativo.
Asimismo , la prueba post hoc de Tukey HSD evidencié diferencias
estadisticamente significativas del modelo de Gradiente frente a KNN y
SVM(p < 0.05). Sin embargo, no se encontraron diferencias significativas
respecto al arbol de decisién, random forest y regresiéon bayesiana (p > 0.05),

indicando un desempefio comparable entre los modelos.

3. La métrica Recall (sensibilidad) indico que los modelos Random Forest y
Gradiente fueron los mas efectivos, con valores de 100.00%. EI ANOVA
mostré diferencias significativas de 0.00. Esto significa que estos dos
modelos identifican correctamente los accidentes, lo que es crucial para la
prevencion de riesgos. Asimismo, la prueba post hoc de Tukey HSD

evidencio diferencias estadisticamente significativas del modelo gradiente
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unicamente frente a knn (p < 0.05). En contraste, no se encontraron
diferencias significativas respecto a arbol de decisiones, random forest , svm
y redes bayesianas (p> 0.05) indicando un desempefo comparable entre

dichos modelos en términos de recall

Para el F1-Score, el modelo de Gradiente obtuvo 100.00%, lo que refleja un
equilibrio 6ptimo entre precision y sensibilidad. Ademas, hubo un nivel de
significancia en el ANOVA de 0.00. Se respalda que el modelo Gradiente es
superior y confiable para la identificacion de incidentes en la corporacion
pesquera. Asimismo, la prueba post hoc de Tukey HSD evidencid diferencias
estadisticamente significativas del modelo gradiente frente a KNN y SVM (
p > 0.05). Sin embargo, no se encontraron diferencias significativas respecto
a arbol de decision, random forest y redes bayesianas (p > 0.05), indicando

un desempefo comparable entre estos modelos en términos de F1-score

Segun la métrica ROC AUC, el modelo de Gradiente alcanzé 100.00%,
evidenciando la capacidad que presenta el modelo para la prediccion de
accidentes. La prueba ANOVA demostré un nivel de significancia de 0.00,
confirmando la superioridad estadistica del modelo Gradiente sobre los
demas. Asimismo, la prueba post hoc de Tukey evidencié diferencias
estadisticamente significativas del modelo de gradiente frente a knny svm (p
< 0.05). No obtantes, no se encontraron diferencias significativas respecto a
arbol de decisiones, random forest y redes bayesianas ( p> 0.059, indicando

un desempeio comparable entre estos modelos en términos de ROC auc

Finalmente, con la métrica Matthews Correlation Coefficient (MCC), el
modelo Gradiente fue el mas sélido con un valor de 100.00%. Esto confirma
que los modelos basados en Inteligencia Artificial y Oversampling son
confiables para la prediccién de accidentes laborales. La prueba ANOVA
indico significancia de 0.000, respaldando que las diferencias entre modelos
son estadisticamente relevantes y que el modelo Gradiente es el mas
confiable para la prevencion de riesgos en la pesquera. Asimismo, la prueba

de Tukey HSD evidencio diferencias estadisticamente significativas del
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modelo gradiente frente a knn y svm ( p < 0.05). Sin embargo, no se
encontraron diferencias significativas respecto a arbol de decision, random
forest y redes bayesianas ( p > 0.05 ), indicando un desempefio comparable

entre estos modelos en términos de la métrica MCC

5.2. Recomendaciones

1. Se recomienda a la corporacién que pueda implementar los modelos de
Gradiente y Random Forest como parte de un sistema de prediccién de
accidentes laborales, asimismo probar con diferentes enfoques de machine
learning, priorizando la identificacion temprana de riesgos y la prevencion de

incidentes en la empresa.

2. Se aconseja realizar el estudio con otra metodologia como SEMMA y hacer
comparaciones con la metodologia actual, para determinar cual es mas

eficiente en la prediccion de accidentes laborales.

3. Se sugiere explorar enfoques combinados de Machine Learning, como
Stacking o Cascading para mejorar aun mas la precision y sensibilidad de

las predicciones.

4. Para futuros estudios, es recomendable ampliar la base de datos histérica
de accidentes laborales actualizandola periddicamente, de modo que los
modelos se entrenen con informacioén reciente y se aumente la confiabilidad

de las predicciones.
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Anexo 1: Matriz De consistencia

Tabla 29

Matriz de consistencia

ANEXO

Titulo

PROBLEMA

OBJETIVOS

HIPOTESIS

VARIABLE

METODOLOGIA

Prediccion de
Accidentes
Laborales
mediante un
Modelo de
Inteligencia
Artificial y
Oversampling
enla
Corporacion de
Alimentos
Maritimo S.A.C.

General

General

General

Independiente

- .En qué medida se predicen los accidentes laborales

- Predecir los accidentes laborales mediante un

- Se predicen los accidentes laborales mediante un

Modelo Basado en
Inteligencia Atrtificial y
Oversampling

mediante un modelo basado en Inteligencia Artificial y modelo basado en Inteligencia Artificial vy modelo basado en Inteligencia  Artificial y

Oversampling en la Corporaciéon de Alimentos Maritimo Oversampling en la Corporaciéon de Alimentos Oversampling en la Corporacion de Alimentos . . )

S.AC? Maritimo S.A.C. Maritimo S.A.C. Dimensiones:
Modelos

- Especificos - Especificos - Especificos Dependiente

- ¢ En qué medida un modelo basado en Inteligencia
Atrtificial y Oversampling permitira predecir con Accuracy
los accidentes laborales en la Corporacién de Alimentos
Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia
Artificial y Oversampling permitira predecir con Precision
los accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.?

- ¢ En qué medida un modelo basado en Inteligencia
Artificial y Oversampling permitira predecir con Recall
(Sensibilidad) los accidentes laborales en la Corporacién
de Alimentos Maritimo S.A.C.?

- ¢ En qué medida un modelo basado en Inteligencia
Atrtificial y Oversampling permitira predecir con F1 Score
los accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.?

- ¢En qué medida un modelo basado en Inteligencia

Avrtificial y Oversampling permitira predecir con ROC AUC

los accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.?

- ¢ En qué medida un modelo basado en Inteligencia
Artificial y Oversampling permitira predecir con Matthews

Correlation Coefficient (MCC) los accidentes laborales en

la Corporacién de Alimentos Maritimo S.A.C.?

- Determinar en qué porcentaje un modelo basado en
Inteligencia Artificial y Oversampling permite predecir
con Accuracy los accidentes laborales en la
Corporacién de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en
Inteligencia Atrtificial y Oversampling permite predecir
con Precision los accidentes laborales en la
Corporacién de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en
Inteligencia Atrtificial y Oversampling permite predecir
con Recall (Sensibilidad) los accidentes laborales en
la Corporacion de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en
Inteligencia Atrtificial y Oversampling permite predecir
con F1 Score los accidentes laborales en la
Corporacién de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en
Inteligencia Atrtificial y Oversampling permite predecir
con ROC AUC los accidentes laborales en la
Corporacion de Alimentos Maritimo S.A.C.

- Determinar en qué porcentaje un modelo basado en
Inteligencia Artificial y Oversampling permite predecir
con Matthews Correlation Coefficient (MCC) los
accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y
Oversampling permite predecir con Accuracy los
accidentes laborales en la Corporacién de Alimentos
Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y
Oversampling permite predecir con Precision los
accidentes laborales en la Corporacién de Alimentos
Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y
Oversampling permite predecir con Recall
(Sensibilidad) los accidentes laborales en la
Corporacién de Alimentos Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y
Oversampling permite predecir con F1 Score los
accidentes laborales en la Corporacion de Alimentos
Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y
Oversampling permite predecir con ROC AUC los
accidentes laborales en la Corporacién de Alimentos
Maritimo S.A.C.

- Un modelo basado en Inteligencia Artificial y
Oversampling permite predecir con Matthews
Correlation Coefficient (MCC) los accidentes laborales
en la Corporacién de Alimentos Maritimo S.A.C.

Prediccién de
Accidentes Laborales

Dimensiones:
Métricas de
evaluacion

- Enfoque: Cuantitativo
- Tipo: Aplicada
- Disefo: No experimental

- Subtipo: Transversal
correlacional-predictivo

- Metodologia: Basada en
KDD (Knowledge Discovery
in Databases)

- Poblacion: 110 datos de
accidentes de trabajadores
registrados en la empresa
pesquera Corporacién De
Alimentos Maritimo S.A.C.

- Técnica: Analisis de
documentos y registros
existentes

- Instrumento: Fichas de
registro




Anexo 2: Operacionalizacion de variables

Tabla 30
Matriz de operacionalizacion de variable
Escala
Variable Definicion conceptual Definicion Operacional Dimensiones Indicadores de
medicion

Los sistemas inteligentes pueden

considerarse como sistemas capaces )
Independiente: de actualizar su conocimiento interno C Arbol de Decision

" Aplicacion de un modelo
utilizado para razonar y tomar - KNN
. e de IA con técnicas de
Modelo Basado decisiones 6ptimas. Para ello, los . Random Forest
. . ) M oversampling para Modelos
en Inteligencia  sistemas inteligentes deben tener la L SVM
i . o . generar predicciones de ;
Artificial y capacidad de percibir continuamente : Redes Bayesianas
. " accidentes laborales. i

Oversampling su entorno, controlarlo y permitir la Gradiente

comunicacion entre sus elementos

(Romero et al., 2020).

Accuracy =
((TP+TN)/(TP+TN+FP+FN)) * 100
Un accidente de trabajo se refiere a Precision= (TP/(TP+FP)) * 100
cualquier dafio fisico o alteracion
. . funcional que ocurra en el lugar de Para medir la prediccion Sensibilidad = (TP/(TP+FN)) * 100

Dependiente: ; ! .

trabajo o como consecuencia de este. de accidentes laborales se ~ ~ —
Prediccion de  EStos accidentes pueden ser dan usos de las métricas F1-Score =2 * (Recall * Precision) /
Accidentes causados por eventos inesperados o de evaluacion, la cual sera (Recall + Precision)
Laborales repentinos, como una fuerza externa obtenida a través de un ROC AUC = Area bajo la curva ROC Razén

o el esfuerzo fisico del trabajador, que modelo basado en Métri (TP Rate vs FP Rate)

S : Co : ificial y etncag de ; .
ocurren de manera subita y violenta inteligencia arti evaluacion Matthews correlation coefficient

(Gobierno del Peru, 2024).

oversampling

(MCC) = (TP * TN — FP * FN) /
V((TP+FP)(TP+FN)(TN+FP)(TN+FN))




ANEXO N° 3

Instrumento de observacion para el modelo basado en inteligencia artificial y

A) Arbol de decision

oversampling

Tipo de Prueba

Post Test

Empresa Investigada

S.A.C.

Corporacion de Alimentos Maritimo

Investigador

German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

Algoritmo

Arbol de decision

Matriz de confusion:

Observacion Prediccién
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:

Item | Indicador Medida | Formula Precision

1 Accuracy Razén | Accuracy =
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100

2 Precision Razon | Precision= (TP/(TP+FP)) * 100

3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100
(Sensibilidad)

4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) /

(Recall + Precision)
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate)

6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP* TN -FP " FN)/
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCCQC)

Firma

Asesor: Dr. Alfredo Daza Vergaray

Investigador Renacyt




B) KNN

Tipo de Prueba

Post Test

Empresa Investigada

Corporacion de Alimentos Maritimo
S.AC.

Investigador

German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

Algoritmo

Arbol de decision

Matriz de confusion:

Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:

Item | Indicador Medida | Férmula Precision

1 Accuracy Razén | Accuracy =
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100

2 Precision Razén | Precision= (TP/(TP+FP)) * 100

3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100
(Sensibilidad)

4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) /

(Recall + Precision)
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate)

6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN—-FP *FN)/
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCCQC)

Firma

Asesor: Dr. Alfredo Daza Vergaray
Investigador Renacyt




C) Random Forest

Tipo de Prueba

Post Test

Empresa Investigada

S.A.C.

Corporacion de Alimentos Maritimo

Investigador

German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

Algoritmo

Arbol de decision

Matriz de confusion:

Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:

Item | Indicador Medida | Férmula Precision

1 Accuracy Razén | Accuracy =
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100

2 Precision Razén | Precision= (TP/(TP+FP)) * 100

3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100
(Sensibilidad)

4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) /

(Recall + Precision)
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate)

6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN—-FP *FN)/
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCCQC)

Firma

Asesor: Dr. Alfredo Daza Vergaray
Investigador Renacyt




D) SVM

Tipo de Prueba

Post Test

Empresa Investigada

S.A.C.

Corporacion de Alimentos Maritimo

Investigador

German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

Algoritmo

Arbol de decision

Matriz de confusion:

Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:

Item | Indicador Medida | Férmula Precision

1 Accuracy Razén | Accuracy =
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100

2 Precision Razén | Precision= (TP/(TP+FP)) * 100

3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100
(Sensibilidad)

4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) /

(Recall + Precision)
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate)

6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN—-FP *FN)/
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCCQC)

Firma

Asesor: Dr. Alfredo Daza Vergaray
Investigador Renacyt




E) Redes Bayesianas

Tipo de Prueba

Post Test

Empresa Investigada

S.A.C.

Corporacion de Alimentos Maritimo

Investigador

German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

Algoritmo

Arbol de decision

Matriz de confusion:

Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:

ftem | Indicador Medida | Férmula Precision

1 Accuracy Razdén | Accuracy =
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100

2 Precision Razon | Precision= (TP/(TP+FP)) * 100

3 Recall Razoén | Sensibilidad = (TP/(TP+FN)) * 100
(Sensibilidad)

4 F1-Score Razon | F1-Score = 2 * (Recall * Precision) /

(Recall + Pregisién)
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate)

6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN-FP *FN)/
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCCQC)

Firma

Asesor: Dr. Alfredo Daza Vergaray

Investigador Renacyt




F) Gradiente

Tipo de Prueba

Post Test

Empresa Investigada

S.A.C.

Corporacion de Alimentos Maritimo

Investigador

German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

Algoritmo

Arbol de decision

Matriz de confusion:

Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:

Item | Indicador Medida | Férmula Precision

1 Accuracy Razén | Accuracy =
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100

2 Precision Razén | Precision= (TP/(TP+FP)) * 100

3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100
(Sensibilidad)

4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) /

(Recall + Precision)
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate)

6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN—-FP *FN)/
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCCQC)

Firma

Asesor: Dr. Alfredo Daza Vergaray
Investigador Renacyt




Figura 10

ANEXO N°4

Cronograma de actividades para ejecucion del proyecto de investigacion
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Figura 11

Cronograma de actividades lineal para ejecucion del proyecto de investigacion
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ANEXO N° 5
Figura 12

Mapa mental de antecedentes
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ANEXO N°6
Figura 13

Mapa mental de marco teérico

NIRRT YN IR RS ARSI SRR a s
- .

L

CLEEE

sesnnns

e rsenClasifica

mmmm%‘ s o et
cesunns gmd.md nuaé%g‘midimn

Em:uen‘u.a - hlpev

Crnsssnsnnssernsnrnanans

Simulan conexiones como el cerebro humano
s See s,

lS‘M)

sepasacan Qi et

Modelo pr
SOmo un g

r%a sﬂr?dos*cuda (Sarkar

s

Evalus tan bien funcitns un madek de
clasificacion(Ozturk Kiyak ot ol 2023}

AR AR s s
-

Precisién
MICH 18 Progarcion de INKTANcas resvantss antre

*10das las mETanclas recuperadas. (O2Turk
ol 20323)

Especificidad
£valua l= capacidad de identificar cor

rectaments
las irstancias ca la clase ativa {Chicco &
20,

i Sensibilicad
Indica que pr
fusron ;da%-om cortectaments

Jurman.

I}

Kiyak ot

rcion de loa cases relevantas

modelo (Ortark Kiysk ot ol 20235

el

. Fl-Score :
Intagra la precision y ¢f recal del mosalo en un
0 vhloe,
(Ozturh Kiyak et al. 2023),

Matthews correlation coefficient | CL‘
Se obitiens & partir de |a caovarianza enue
ciases reales y Ias pradichas, dividica onuo al

eroductode

L% eSaconss e
IChicco &t al 2021

mwum, seroiw a ik sl
Seracion tuncio s




ANEXO N° 7

Permiso de la empresa.

CORPORACION
DE ALIMENTOS MARITIMO S.A.C.

Produccién y Comercializacion de Productos
Hidrobiolégicos y Agroindustriales

CARTA DE AUTORIZACION DE USO DE INFORMACION DE EMPRESA PARA
OBTENCION DE GRADO DE TITULO PROFESIONAL

Yo, JUAN CARLOS VELASQUEZ VALENTIN, identificado con DNI 41818704, en mi
calidad de Gerente General de la empresa CORPORACION DE ALIMENTOS
MARITIMO S.A.C. con R.U.C. N° 20600999797, ubicado en la ciudad de Chimbote,
Jirdn Huancavelica 1191 Pueblo Joven Florida Baja.

OTORGO LA AUTORIZACION,

Al sefior German David Leyva Cordova identificado con DNI N° 72084069 y el sefior
Brayan Marcelo Kano Leiva identificado con DNI N° 71848273 egresado/bachiller de la
carrera de ingenieria de Sistemas e Informatica para que utilice la siguiente informacién
de la empresa:

Aplicaciéon de encuestas, pruebas o informacién necesaria (nombre, mision y vision e
informacion adicional), con la finalidad de que puedan desarrollar su Tesis para optar el
Titulo Profesional

Indicar si el Representante que autoriza la informacion de la empresa, solicita mantener
el nombre o cualquier distintivo de la empresa en reserva, marcando con una X" la
opcion seleccionada.

( ) Mantener en Reserva el nombre o cualquier distintivo de la empresa; o

(X) Mencionar el nombre de la empresa.

DNI: 41818704
GERENTE GENERAL



ANEXO N° 8
Figura 14

Estructura Organica de la Corporacion De Alimentos Maritimo S.A.C.
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ANEXO N° 9

Desarrollo de los algoritmos
Anexo A. Arbol de decision

Figura 15. Importacion de librerias y carga de datos
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Figura 16. /dentificacion de la variable objetivo
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Figura 17. Particionamiento del conjunto de datos
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Figura 18. Cédigo de hiperparametros y construccién del modelo Arbol de
Decision
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Figura 19. Codigo para el calculo de métricas de evaluacion
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Figura 21. Matriz de Confusién — Test (CV = 2) del modelo Arbol de Decision

Decision Tree Confusion Matrix (cv=2)
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Figura 22. Curva ROC — Test (CV = 2) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=2)
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Figura 23. Matriz de Confusién — Test (CV = 3) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=3)
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Figura 24. Curva ROC — Test (CV = 3) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=3)
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Figura 25. Matriz de Confusién — Test (CV = 4) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=4)
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Figura 26. Curva ROC — Test (CV = 4) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=4)
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Figura 27. Matriz de Confusién — Test (CV = 5) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=5)
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Figura 28. Curva ROC — Test (CV = 5) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=5)
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Figura 29. Matriz de Confusién — Test (CV = 6) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=6)
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Figura 30. Curva ROC — Test (CV = 6) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=6)
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Figura 31. Matriz de Confusién — Test (CV = 7) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=7)
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Figura 32. Curva ROC — Test (CV = 7) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=7)

1:0: =
-
-
’
-
o

0.8 -
v -7
i ”
© ,/
(o ,,
Q e
> 0.6 ,,/
s 7’

-’
a. 4 ”
O 0.4 ’z
2 o2
- ,/
”
02 ’/
7’
L
e = ROC curve (area = 1.00)
OO '0’ | | | | |
0.0 0.2 0.4 0.6 0.8 1.0

False Positive Rate

Figura 33. Matriz de Confusién — Test (CV = 8) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=8)
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Figura 34. Curva ROC — Test (CV = 8) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=8)
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Figura 35. Matriz de Confusién — Test (CV = 9) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=9)
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Figura 36. Curva ROC — Test (CV = 9) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=9)
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Figura 37. Matriz de Confusién — Test (CV = 10) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=10)
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Figura 38. Curva ROC — Test (CV = 10) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=10)
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Figura 39. Matriz de Confusién — Test (CV = 11) del modelo Arbol de Decisién

Decision Tree Confusion Matrix (cv=11)
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Figura 40. Curva ROC — Test (CV = 11) del modelo Arbol de Decisién

Decision Tree ROC Curve (cv=11)
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Anexo B. KNN

Figura 41. Importacion de librerias y carga de datos
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Figura 42. /dentificacion de la variable objetivo
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Figura 43. Particionamiento del conjunto de datos
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Figura 44. Codigo de hiperparametros y construccion del modelo KNN

° resultacos = [

*or 4 An regel(2, W)
grid_search » SislearshiVi Cielgboal Lunsidior |,
pares gric,
refiteTrue,
verbote=d,
Cvel}

f tntre=ar wmodelo

grid_search, Tit(X_trairset, y_trainset)

# Prediccioney
pred Yl = grid_vesrch,predict(X_testset|
Yook & gric_search.preaict _prozo(X_testset)[:, 1] 2 Probabliiseces ¢

positivm (1)

2 Metricos (pare d0s clases)

2CCUracy = BIcuraCy_scorely_testset, pred Y1)
precision « precision_score(y_testset, pred Vi)
recall « recall _storely_testset, pred Y1)

1 = F1_scocely_testset, pred Y1)

FO0_BuC = FOL_Buc_score(y _Testset, y encd)
PATTNEMS = BATINGwS_COrrcoef (y_testiet, prea_vl)

resultodos. Mpenal

s etcarety,
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Figura 45. Codigo para el calculo de métricas de evaluacion

resultados.append({
"oyt: i,
"ACccuracy™: accuracy,
"Precision": precision,
"Recall": recall,
"Fl score™: f1,
"ROC AUC": roc_auc,
"Matthews™: matthews,
"Predicciones™: pred_Y1

)]

Figura 46. Codigo para generar la matriz de confusion y curva ROC

in resultecos:

plt.figure(figsize«(5, 4
cnf_matrix = confusicn matrix(y testcet, resultaso[ ‘Pregicciones’
sb.heatmap(cnf _motrix, annotsTrue, fets’d’, craps'Blues’, b
plt . xlabel( fcte

Tree nfusion Matri cve{resultadol” rs

plt.flgure(figslze=(6, 4
y_prob « grig_search.predict_probaiX_testset
fpr, tpr, _ = roc_cwrvely_testset, y_prob)

oC_aut = i (fpr, tpe

C curve (area = (roc_auc:i@.2

« resultacof”c

Figura 47. Matriz de Confusion — Test (CV = 2) del modelo KNN
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Figura 48. Curva ROC — Test (CV = 2) del modelo KNN
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Figura 49. Matriz de Confusion — Test (CV = 3) del modelo KNN
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Figura 50. Curva ROC — Test (CV = 3) del modelo KNN
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Figura 51. Matriz de Confusion — Test (CV = 4) del modelo KNN

Actual

Predicted



Figura 52. Curva ROC — Test (CV = 4) del modelo KNN
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Figura 53. Matriz de Confusiéon — Test (CV = 5) del modelo KNN
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Figura 54. Curva ROC — Test (CV = 5) del modelo KNN
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Figura 55. Matriz de Confusion — Test (CV = 6) del modelo KNN
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Figura 56. Curva ROC — Test (CV = 6) del modelo KNN
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Figura 57. Matriz de Confusiéon — Test (CV = 7) del modelo KNN
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Figura 58. Curva ROC — Test (CV = 7) del modelo KNN
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Figura 59. Matriz de Confusiéon — Test (CV = 8) del modelo KNN
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Figura 60. Curva ROC — Test (CV = 8) del modelo KNN
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Figura 61. Matriz de Confusiéon — Test (CV = 9) del modelo KNN
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Figura 62. Curva ROC — Test (CV = 9) del modelo KNN
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Figura 63. Matriz de Confusion — Test (CV = 10) del modelo KNN
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Figura 64. Curva ROC — Test (CV = 10) del modelo KNN
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Figura 65. Matriz de Confusion — Test (CV = 11) del modelo KNN
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Figura 66. Curva ROC — Test (CV = 11) del modelo KNN
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Anexo C. Random Forest

Figura 67. Importacion de librerias y carga de datos
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Figura 68. /dentificacion de la variable objetivo
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Figura 69. Particionamiento del conjunto de datos

t r 0.2 para vellder
from sxlearn model selection | T trodn_test_split
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Figura 70. Cdodigo de hiperparametros y construccion

Forest

$ Lista pace almacend los resullomgs
resultados = []

for i in renge(d, 13):
pric search » GridiserchiVi RansonforwetClassitier ),
parasetron,
ratitelron,
vertcee=d,
owel)

£ [ntrensr sodeln
priz_seorch, Fit(X_trainset, y_trainset)

¢ Pregicciones
prea Yl « gria_search.prealct{X_testset)
yprob = gria_search.predict_proba{X_testset)[:, 1| 2 Proseciligades clase pasitive (1)

® Metricas (pars 00 clases)

PECUrpcy = ICCUracy_score(y_testset, prea Vi
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recall = recall scorely testiet, pred Y1)

1 = fl _scorely_testaet, re2 Y1)

FEC_ALC = roc_sut score(y testiet, y prod
matthews = pulthews forrcded(y teltiet, Sred V1)

sccuracy,
"z precision,
3 recmil,

del modelo Random



Figura 71. Codigo para el calculo de métricas de evaluacion
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Figura 73. Matriz de Confusion — Test (CV = 2) del modelo Random Forest
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Figura 74. Curva ROC — Test (CV = 2) del modelo Random Forest
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Figura 75. Matriz de Confusion — Test (CV = 3) del modelo Random Forest
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Figura 76. Curva ROC — Test (CV = 3) del modelo Random Forest
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Figura 77. Matriz de Confusion — Test (CV = 4) del modelo Random Forest
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Figura 78. Curva ROC — Test (CV = 4) del modelo Random Forest
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Figura 79. Matriz de Confusiéon — Test (CV = 5) del modelo Random Forest
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Figura 80. Curva ROC — Test (CV = 5) del modelo Random Forest
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Figura 81. Matriz de Confusiéon — Test (CV = 6) del modelo Random Forest

Actual

Predicted



Figura 82. Curva ROC — Test (CV = 6) del modelo Random Forest
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Figura 83. Matriz de Confusiéon — Test (CV = 7) del modelo Random Forest

Actual

Predicted



Figura 84. Curva ROC — Test (CV = 7) del modelo Random Forest
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Figura 85. Matriz de Confusiéon — Test (CV = 8) del modelo Random Forest
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Figura 86. Curva ROC — Test (CV = 8) del modelo Random Forest
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Figura 87. Matriz de Confusiéon — Test (CV = 9) del modelo Random Forest
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Figura 88. Curva ROC — Test (CV = 9) del modelo Random Forest
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Figura 89. Matriz de Confusiéon — Test (CV = 10) del modelo Random Forest
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Figura 90. Curva ROC - Test (CV = 10) del modelo Random Forest
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Figura 91. Matriz de Confusiéon — Test (CV = 11) del modelo Random Forest
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Figura 92. Curva ROC - Test (CV = 11) del modelo Random Forest
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Anexo D. SVM

Figura 93. Importacion de librerias y carga de datos
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Figura 94. /dentificacion de la variable objetivo
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Figura 95. Particionamiento del conjunto de datos
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Figura 96. Codigo de hiperparametros y construccién del modelo SVM
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& Métricac (pars dos Clases

sccuracy = accurscy_scorely_testset, pred V1)

precision « precizion_scorely_testset, pred Y1

recall « recall scorely _testset, pred Y1)

11 = 11_scorely_testyet, pred Y1
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Figura 97. Cdédigo para el calculo de métricas de evaluacion

resultados.append(
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Figura 98. Codigo para generar la matriz de confusion y curva ROC
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Figura 99. Matriz de Confusion — Test (CV = 2) del modelo SVM
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Figura 100. Curva ROC — Test (CV = 2) del modelo SVM
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Figura 101. Matriz de Confusion — Test (CV = 3) del modelo SVM
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Figura 102. Curva ROC - Test (CV = 3) del modelo SVM
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Figura 103. Matriz de Confusion — Test (CV = 4) del modelo SVM
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Figura 104. Curva ROC — Test (CV = 4) del modelo SVM
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Figura 105. Matriz de Confusion — Test (CV = 5) del modelo SVM
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Figura 106. Curva ROC — Test (CV = 5) del modelo SVM
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Figura 107. Matriz de Confusion — Test (CV = 6) del modelo SVM
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Figura 108. Curva ROC — Test (CV = 6) del modelo SVM
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Figura 109. Matriz de Confusién — Test (CV = 7) del modelo SVM
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Figura 110. Curva ROC — Test (CV = 7) del modelo SVM
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Figura 111. Matriz de Confusion — Test (CV = 8) del modelo SVM
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Figura 112. Curva ROC — Test (CV = 8) del modelo SVM
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Figura 113. Matriz de Confusion — Test (CV = 9) del modelo SVM
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Figura 114. Curva ROC — Test (CV = 9) del modelo SVM
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Figura 115. Matriz de Confusion — Test (CV = 10) del modelo SVM
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Figura 116. Curva ROC — Test (CV = 10) del modelo SVM
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Figura 117. Matriz de Confusion — Test (CV = 11) del modelo SVM
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Figura 118. Curva ROC - Test (CV = 11) del modelo SVM
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Anexo E. Redes Bayesianas

Figura 119. Importacion de librerias y carga de datos
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Figura 120. /dentificacion de la variable objetivo
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Figura 121. Particionamiento del conjunto de datos

100an0o Lo Setn =n 0.8 pers entrens ey
from sklesrn.mode]l_selection import trein_test_split
X_trainset, X _testset, y tralnset, ¢ _tectset = tralm test collr(X,Y, test size«d.2, random _ctates3)
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Figura 122. Cddigo de

Bayesianas

hiperparametros y construccion

A Lista para slmacesar 1ot rescltados
resultados = |

for 1 in rangs(2, 12):
grid_seerch = GrigSesrchiViGeussiant(),
parseseTrat,
refitatrue,
vervosesd,
cuwl)

# Entrenar mooelo
grid_searon.fit(X_trainset, y_treinset)

® Pre iones
pred_Y1 = grid_sesrch,predict(X_testset
Yy prod = grig_search.predict probalX testset)i:, 1)

1ores
2 Prodablilidades ¢

F Wtrlcas (pars 2ot lakei)

accuTacy = sccuracy_score(y_testset, pred V1)
grecision = precision score(y testset, prea Y1)
recall = recall score(y testzet, prea Y1)

1 = fl_scorely_testset, pred_¥1)

fOC_MuC = roc_Rmut_scorely testset, y _pron)
matthews « matthews_torrcoef(y_testset, pred Y1)

resultados.sppend|

ccuracy,
7 precision,

2P _aud,
aatthens,
pred V1

"Fredicciones™:

del modelo Redes

Figura 123. Codigo para el calculo de métricas de evaluacion
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Figura 124. Codigo para generar la matriz de confusion y curva ROC
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Figura 125. Matriz de Confusion — Test (CV = 2) del modelo Redes Bayesianas
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Figura 126. Curva ROC — Test (CV = 2) del modelo Redes Bayesianas
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Figura 127. Matriz de Confusion — Test (CV = 3) del modelo Redes Bayesianas
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Figura 128. Curva ROC — Test (CV = 3) del modelo Redes Bayesianas
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Figura 129. Matriz de Confusion — Test (CV = 4) del modelo Redes Bayesianas
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Figura 130. Curva ROC — Test (CV = 4) del modelo Redes Bayesianas
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Figura 131. Matriz de Confusién — Test (CV = 5) del modelo Redes Bayesianas
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Figura 132. Curva ROC — Test (CV = 5) del modelo Redes Bayesianas
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Figura 133. Matriz de Confusion — Test (CV = 6) del modelo Redes Bayesianas
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Figura 134. Curva ROC — Test (CV = 6) del modelo Redes Bayesianas
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Figura 135. Matriz de Confusion — Test (CV = 7) del modelo Redes Bayesianas
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Figura 136. Curva ROC — Test (CV = 7) del modelo Redes Bayesianas
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Figura 137. Matriz de Confusion — Test (CV = 8) del modelo Redes Bayesianas
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Figura 138. Curva ROC — Test (CV = 8) del modelo Redes Bayesianas
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Figura 139. Matriz de Confusion — Test (CV = 9) del modelo Redes Bayesianas
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Figura 140. Curva ROC — Test (CV = 9) del modelo Redes Bayesianas
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Figura 141. Matriz de Confusion — Test (CV = 10) del modelo Redes Bayesianas
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Figura 142. Curva ROC - Test (CV = 10) del modelo Redes Bayesianas
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Figura 143. Matriz de Confusiéon — Test (CV = 11) del modelo Redes Bayesianas
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Figura 144. Curva ROC — Test (CV = 11) del modelo Redes Bayesianas
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Anexo F. Gradiente

Figura 145. Importacion de librerias y carga de datos

elinrerios pers vl devarrollo del proyecto

import matplotiin.pyplot a: plt siibreria pore graficas
from metplotlib.colors import Listedlolorwap

irport metplotlib.pstches a4 mpetches

imporeT sesborn oz 3B

giibrerias pancas pera =1 manedo de los datos
rourt pandas o pd

inpart pendas «4 pa

impart pandas a3 pf

import peandes m filtro_files

#enlozando 1os datos =n £1 archivo excel

Cata = pd.renc_excell®, Jdeta/auts prisaera. sl index_col-ine )
impart sysgry # np
$invocendo a 12 libreria oe clasificacion

from sxlesrn.tree lrport DeclsionTreellassifier
Figura 146. /dentificacion de la variable objetivo

print {deta.grovsby( ' Accidenselaboral’ ) airel))

Atz ldentelaboral
o n

1 9

atype: Intés

fFrom sklearn.setrics lmport roc_curve, suc

from sklears Lesort detasets

from sklesrn,sulticliass import OreVelestClassifier
from sklearm.swm import LinearSWC

from sklearn,preprocessing impurt Letel binerize
from skleern, wodel_selection impoct train_test split
isport satpliotlid.pypict 22 plt

1.0



Figura 147. Particionamiento del conjunto de datos

Particionamiento de la data

fporticionande Lo dota en 0.8 pore entremar y 8.2 porc wval (dor
from sklearn.model selection import train_test split
X_trainset, X_testset, y trainset, y testset = train test_split(X,Y, test size=0.2, random statos=4l)

peint(X_trainset.shape, y_trainset.shape)
print {X_testset.shape, y_testset.shape)

(88, 7) (83,)
(22, 1) (22,)

Figura 148. Codigo de hiperparametros y construccion del modelo Gradiente

# Lists porn alwacemar los ressltedes
resultatos = [

# @ INICID CEL FOR
tor {1 in ronge(2, 1201
gric _search = GrigSearchiV(GradientBoostingClassifler ),
paras_gria,
refitaTrue,
vertasasd,
cyad)

2 Entrensr eudelo
grid_sesrch, fit(X_trainset, y_trainset)

2 &% AQUT SE ACREGA LA LINCA PARA CAPTURAR EL MEIOR FMDOELO & % 9

1 Sest_estinator

Hgrid_sewrch = grid seer

0 Predicciones
pred_ Y1 = gria_search.preaict(X tustset)
yprob &« grig_search.predict_proba{X_testset)is, I] £ Prodebilidedes cliaze positive (1)

# Métricas (para dos clases)

sLOwracy v neceracy_scorel(y _testset, preg Y1)
precizion « precision_score(y_testset, pres Yl)
recall « recall_score{y_testset, pred Yl)

1 = f1_scorely_testset, peed Y1)

rOC_AUC = roc_suc_storely_testset, y_prod)
satthens » matthews_corrioef(y testset, pred Y1)

resultedos, append

ov*: 4,

*Acceracy”: acceracy,
ion*: precisiom,
"Recall™: recall,

*F1 score®: 11,

ROC ALC": roc_ax,
"Mattnews: satthens,
"Fregicciones”: pred V1

*Preci

Figura 149. Codigo para el calculo de métricas de evaluacion

resultados. sopend
*ov©i i,
“Accuracy™| mccuracy,
“Precision”: precision,
"Recall®r recall,
*F1 score”: A,
"ROC AKT! roc_suc,
Tatthos"| metthews,
“Preagicclones®: prad Y1




Figura 150. Codigo para generar la matriz de confusion y curva ROC

rescltade in resultacos:

plt.figureifig

end_matrix = con

matrixly_testoet, resultedo

sb.heatmap(onf_matrix, annot=Trus, fate"d’, omape'Siues’', chareFalse
plt,xisbel( "Predicte

plt.ylabel( ‘Actua

plt.title(f 'Decision Tree Confusion Mstrix (Cws(resuitadof"cv”
plt.show

plt.figure(figsizer
y.proo = gr
for, tpr,

roc_sec = s

wel, Iabelef"ROC curve (Drea = [roc_puc
I
T
5 Tree ROC e (Cve{resultadol "cy”
plt.legend(loce" Lo right

plt.show

Figura 151. Matriz de Confusion — Test (CV = 2) del modelo Gradiente
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Figura 152. Curva ROC — Test (CV = 2) del modelo Gradiente
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Figura 153. Matriz de Confusion — Test (CV = 3) del modelo Gradiente
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Figura 154. Curva ROC — Test (CV = 3) del modelo Gradiente
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Figura 155. Matriz de Confusion — Test (CV = 4) del modelo Gradiente
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Figura 156. Curva ROC — Test (CV = 4) del modelo Gradiente
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Figura 157. Matriz de Confusién — Test (CV = 5) del modelo Gradiente
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Figura 158. Curva ROC — Test (CV = 5) del modelo Gradiente
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Figura 159. Matriz de Confusion — Test (CV = 6) del modelo Gradiente
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Figura 160. Curva ROC — Test (CV = 6) del modelo Gradiente
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Figura 161. Matriz de Confusién — Test (CV = 7) del modelo Gradiente
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Figura 162. Curva ROC — Test (CV = 7) del modelo Gradiente
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Figura 163. Matriz de Confusion — Test (CV = 8) del modelo Gradiente
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Figura 164. Curva ROC — Test (CV = 8) del modelo Gradiente
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Figura 165. Matriz de Confusion — Test (CV = 9) del modelo Gradiente

Actual

Predicted



Figura 166. Curva ROC — Test (CV = 9) del modelo Gradiente
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Figura 167. Matriz de Confusion — Test (CV = 10) del modelo Gradiente
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Figura 168. Curva ROC — Test (CV = 10) del modelo Gradiente
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Figura 169. Matriz de Confusién — Test (CV = 11) del modelo Gradiente
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Figura 170. Curva ROC - Test (CV = 11) del modelo Gradiente
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ANEXO N° 10

Resultados Juicio de Expertos (Especialista 01)

ANEXON°3
Instrumento de observacion para el modelo basado en inteligencia artificial y
oversampling
A) Arbol de decisién
"Tipo de Prueba Post Test
Empresa Investigada Corporacién de Alimentos Maritimo
S.A.C.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 22-0]|-2026
Algoritmo Arbol de decision
Matriz de confusion:
Observacién Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP)False (TN) True
Positive Negative
Métricas a Evaluar:
Ttem | Indicador Medida | Férmula Precision
1 Accu Razén | Accuracy = .
ooctitod) | o | (PeTNyTReTNspern) 100 | 101717
2 Precision Razén | Precision= (TP/(TP+FP)) * 100 99,61~
3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100 q "
(Sensibilidad) / s

4 F1-Score Razén | F1-Score =2 * (Recall * Precision) / 97 Y67
(Recall + Precisién) ) .
5 ROC AUC Razon | ROC AUC = Area bajo la curva ROC 9/, 5%;
(TP Rate vs FP Rate) (97 7.
6 Matthews Razén | Matthews correlation coefficient _
comrelation (MCC) = (TP * TN—FP * FN) 80,M
coefficient V(TP+FP)(TP+FN)(TN+FP)(TN+FN))
(MCC)

Firma: 7 e

Mg. Walter Jesus Escalante Espinoza
DNI 32763644




B) KNN

“Tipo de Prueba Post Test
Empresa Investigada gorpcondmdemm
AC.
Investigador German David Leyva Cordova
Marcelo Kano Leiva
“Fecha de inicio gg- lU?- 2026
_Algoritmo
Matriz de confusién:
Observacion Prediccién
“Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP)False (TN) True
Positive Negative
Métricas a Evaluar:
"ltem | indicador Medida | Férmula “Precisién
£ - ‘
st ) (TP+TNY(TP+TNFP+EN) 100 | 16y 2% 7
2 gmdsbn Precision= (TP/(TP+FP)) * 100 AL, uz7
3 Recall Razén | Sensibilidad = (TP/(TP+FN)) * 100 0 007
(Sensibilidad) B R 90 /-
B F1-Score Razén | F1-Score =2* (Recall * Precisién) / | ¢~ 107
(Recall + Precision) /sl
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC 70 2’/
(TP Rate vs FP Rate) ) .
correlation LSl el g L 19,391
(MCC)
Firma: —é/
Mg. Walter Jesus Escalante Espinoza

DNI 32763644



C) Random Forest

"Tipo de Prueba Post Test
Empresa Investigada Corporacién de Alimentos Marftimo
SAC.
Investigador German David Leyva Cordova
L Brayan Marcelo Kano Leiva
Fecha de inicio 22-0)— 2026
. Algoritmo Random Forest
Matriz de confusién:
Observacion Prediccién
r Positive Negative
Positive (TP) True (FN)False
Positive Negative
‘ Negative (FP)False (TN) True
Positive Negative
Métricas a Evaluar:
ftem | Indicador Medida | Férmula Precision
1 m Razén | Accuracy = . 99‘55/
) ((TP+TN)(TP+TN+FP+FN)) * 100
2 %ndsbn Razén | Precision= (TPATP+FP)) * 100 99 %7
3 | Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100 160 7
(Sensibilidad) :
4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) / :,q L8
(Recall + Precision) B PavEe
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC % a7
(TP Rate vs FP Rate) J ‘
6 Matthews Razén | Matthews correlation coefficient
comelation (MCC) = (TP * TN - FP * FN)/ 92 9 »
coefficient V((TP+FPYTP+FN)(TN+FP)YTN+FN)) J .
(MCC)
. o4
Mg. Walter Jesus Escalante Espinoza

DNI 32763644



D) SVM

"Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
L Brayan Marcelo Kano Leiva -
' Fecha de inicio Q4L - O) ~ 2026
_ Algoritmo SVM
Matriz de confusion:
Observacion Prediccion
m Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
Indicador Medida | Férmula Precision
1 Accu Razén = .
;w":;ya) (P+TNyTP+TN+FPeEN) 100 | £4/077
2 Razdn | Precision= (TP/(TP+FP)) * 100 31,917
3 Recall Razén | Sensibilidad = (TP/(TP+FN)) * 100 9¢ 5
(Sensibilidad) J .
4 F1-Score Razon | F1-Score = 2 * (Recall * Precision) / 90 12/
(Recall + Precisién) Ak
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC £2, So-
(TP Rate vs FP Rate) 129/
6 Matthews Raz6n | Matthews correlation coefficient
correlation (MCC) = (TP * TN— FP * FN) / 56 3¢
coefficient V(TP+FP)TP+FN)(TN+FP)(TN+FN)) RLVA
(MCC)
/
Firma:

Mg. Walter Jesus Escalmtc Espinoza

DNI 32763644




E) Redes Bayesianas

Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
SAC.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 22 - 01 —2026¢
. Algoritmo Redes Bayesianas
Matriz de confusion:
" Observacion [ Prediccién
| Positive
Positive (TP) True (FN) False
Positive
Negative (FP)Faise (TN) True
Positive Negative
Métricas a Evaluar:
ftem | indicador Medida | Férmula Precisidn
! e ) (TP TRY(TP+TN+FP+EN))* 100 94,547
2 %roddon ‘Razdén | Precision= (TP/TP+FP)) * 100 Y 0574
3 Recall Raz6n | Sensibilidad = (TP/(TP+FN)) * 100 ‘73 S,
(Sensibilidad) | P
4 F1-Score Razon | F1-Score = 2 * (Recall * Precision) / % 1y
(Recall + Precision) ! v
5 ROC AUC Raz6n | ROC AUC = Area bajo la curva ROC 9L 217
(TP Rate vs FP Rate) ) .
6 Matthews Razén | Matthews correlation coefficient :
correlation (MCC) = (TP * TN FP * FN)/ ¥ %y
coefficient V(TP+FP)TP+FN)TN+FP)(TN+FN)) / ‘
1 (MCC)
Firma:
Mg. Walter Jesus Escalante Espinoza

DNI 32763644




F) Gradiente

"Tipo de Prueba Test
Empresa Investigada (s:apgndéndcnmw
AC.
Investigador German David Leyva Cordova
BmymMuedoKden

“Fecha de inicio O - 202¢

_Algoritmo Gmdbm-

Matriz de confusion:

"~ Observacion Prediccidn

| [Posiive Negsiive

, Positive (TP) True (FN) False

| Positive Negative

l Negative (FP)False (TN) True

L Positive Negative

Métricas a Evaluar:

ftem | indicador Medida

1 Razén | Accuracy = A
s (TP+TNY(TP+TN+FP+FN)) 100 | /90 7

T_‘"&-EE "Razén | Precision= (TP/(TP+FP)) * 100 [00 7,

3 Recall Razon | Sensibilidad = (TPATP+FN)) * 100 160 7
(Sensibilidad) :

4 F1-Score Razoén | F1-Score = 2 * (Recall * Precision) / /[)O/

5 |ROCAUC Razén %-MWhmm 100 7

(TP Rate vs FP Rate) .

6 Matthews Razoén mwm 100
correlation y
coefficient V(TP+FP)TP+FN)(TN+FP)TN+FN)) /
(MCC)

Firma: ———*//”’{

Mg. Walter Jesus Escalante Espinoza

DNI 32763644




Resultados Juicio de Expertos (Especialista 02)

ANEXO N° 3
Instrumento de observacion para el modelo basado en inteligencia artificial y
oversampling
A) Arbol de decisién
Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
S.A.C.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 22-0) - 20%
| Algoritmo Arbol de decisién
Matriz de confusion;
Observacion Predicciéon
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
Item | Indicador Medida | Férmula Precision
1 Accura Razon | Accuracy = _
(exacﬂtijd) ((TP+TN)/(TP+TN+FP+FN)) * 100 QO lo) '/
2 Precision Razén | Precision= (TP/(TP+FP)) * 100 QY,L2¥
3 Recall Razén | Sensibilidad = (TP/(TP+FN)) * 100 9). %37,
(Sensibilidad) » ’
4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) / 1 %
(Recall + Precisién) L %6/
5 ROC AUC Razéon | ROC AUC = Area bajo la curva ROC 1) %
(TP Rate vs FP Rate) W1/
6 Matthews Razon | Matthews correlation coefficient
correlation (MCC) = (TP * TN -~ FP * FN) / To 1Yy
mmdey/ 7 V((TP+FP)(TP+FN)(TN+FP)(TN+FN)) / -
mce) / / /
Firma ; /
Asesor: Dr. Mergany
Investigado cyt



B) KNN

Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 25-01-2024
| Algoritmo Arbol de decisién
Matriz de confusion:
Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
ftem | Indicador Medida _ Férmula Precision
Accuracy = ;
((TP+TN)/(TP+TN+FP+EN)) * 100 36,37,
Precision= (TP/TP+FP)) * 100 3G, Wi
Sensibilidad = (TP/(TP+FN)) * 100 'so' ®
F1-Score = 2 * (Recall * Precision) / .
(Recall + Precision) 83 ,)07.
ROCAUC=Areabe]o|acurvaROC g0 1' 7
(TP Rate vs FP Rate) I &
Matthews correlation coefficient
(MCC)=(TP*TN-FP*FN)/ 1'\‘1 B/
V((TP+FP)(TP+FN)(TN+FP)(TN+FN)) | §




C) Random Forest

Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 23-0)— 2026
| Algoritmo Arbol de decisién
Matriz de confusion:
Observacion Prediccién
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
item | Indicador Medida | Férmula Precisién
1 Accuracy Razén | Accuracy = % 557
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100 207
2 Precision Razon | Precision= (TP/(TP+FP)) * 100 6 3} /
3 | Recall Razén | Sensibilidad = (TP/(TP+FN)) * 100 (A5
(Sensibilidad) /0Q /.
4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) /
(Recall + Precision) 19 62/
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC
(TP Rate vs FP Rate) NN, 91
6 Matthews Razon | Matthews correlation coefficient
correlation (MCC)=(TP*TN-FP*FN)/ R 9L
coefficient / V((TP+FP)(TP+FN)(TN+FP)(TN+FN)) )
(MCC) /




D) SVM

Tipo de Prueba Post Test
Empresa Investigada Corporacién de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 2>~ Ol - 2026
| Algoritmo Arbol de decision
Matriz de confusion:
Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
Item | Indicador Medida | Férmula Precision
1 Accuracy Razén | Accuracy = 3\* M ;
(exactitud) ((TP+TN)(TP+TN+FP+FN)) * 100 M 7
2 | Precision Razon | Precision= (TP/(TP+FP)) * 100 34,9 \'/.A
3 Recall Razon | Sensibilidad = (TP/(TP+FN)) * 100 94 '%( )
(Sensibilidad) ALY
4 | F1-Score Razén | F1-Score = 2 * (Recall * Precision) / 9 ]
(Recall + Precision) 0,127
5 |ROCAUC Razén | ROC AUC = Area bajo la curva ROC 33 en
(TP Rate vs FP Rate) 1,507/
6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN-FP*FN)/ 5 6 BGA
coefficient , V((TP+FP)(TP+FN)(TN+FP)(TN+FN)) |
(MCC) /
Firma / \'
Asesor: Dr. Alfredg Daza Vergaray

Investigador Ren



E) Redes Bayesianas

v

Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 23~ 01 - 2026
| Algoritmo Arbol de decision
Matriz de confusion:
Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
Item | Indicador Medida | Férmula Precision
1 Accuracy Razén | Accuracy = ‘N 547
(exactitud) ((TP+TN)(TP+TN+FP+FN)) * 100 ! ;
2 Precision Razoén | Precision= (TP/(TP+FP)) * 100 .08,
3 | Recall Razén | Sensibilidad = (TP/(TP+FN)) * 100 2y 35
(Sensibilidad) ) R
4 F1-Score Razon | F1-Score = 2 * (Recall * Precision) / .
(Recall + Precision) qc "}3 d
5 ROC AUC Razéon | ROC AUC = Area bajo la curva ROC 76 9y
(TP Rate vs FP Rate) / S
6 Matthews Razén | Matthews correlation coefficient
correlation (MCC)=(TP*TN-FP*FN)/ %b u]
coefficient V((TP+FP)(TP+FN)(TN+FP)(TN+FN)) ) '
(MCC) //
Firma /
Asesor: Dr. Alfr Vergaray



F) Gradiente

Tipo de Prueba Post Test
Empresa Investigada Corporacién de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
Brayan Marcelo Kano Leiva
Fecha de inicio 23~ Ol - 2024
| Algoritmo Arbol de decision
Matriz de confusion:
Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
Item | Indicador Medida | Férmula Precision
1 Accuracy Razén | Accuracy =
(exactitud) (TP+TNY(TP+TN+FP+FN) * 100 | J©D 7
2 Precision Razén | Precision= (TP/(TP+FP)) * 100 190,
3 Recall Razén | Sensibilidad = (TP/(TP+FN)) * 100 10‘0 »
(Sensibilidad) 7
4 F1-Score Razén | F1-Score = 2 * (Recall * Precision) / 100 ¥
(Recall + Precision) :
5 ROC AUC Razén | ROC AUC = Area bajo la curva ROC ‘0 .
(TP Rate vs FP Rate) o'
6 Matthews Raz6n | Matthews correlation coefficient
correlation (MCC) = (TP * TN~ FP * FN) / )(50 /
coefficient ' V((TP+FP)(TP+FN)(TN+FP)(TN+FN)) e R
(MCC) /

Firma

Asesor: Dr, Alfredo Daza Vergaray

Investigador Ren




Resultados Juicio de Expertos (Especialista 03)

ANEXON*3
Instrumento de observacion para el modelo basado en inteligencia artificial y
oversampling
A) Arbol de decision
“Tipo de Prueba ~Post Test
Empresa Investigada - Corporacion de Alimentos Maritimo
SAC.
Investigador German David Leyva Cordova
L Brayan Marcelo Kano Leiva
Fecha de inicio <4-0)- 2026
_Algoritmo Arbol de decision
Matriz de confusién:
Observacion Prediccion
Posi Neost
Positive (TP) True | (FN)False
Positive _ Negative
Negative (FP) False ' (TN) True
Positive _Negative
Métricas a Evaluar
item | Indicador Medida Formula Precision
1 Accuracy Razén Accuracy = 90 q, 7
(exactitud) B ((TP+TNM(TP+TN+FP+FN)) * 100 L
2 Precision Razon Precision= (TPATP+FP)) * 100 qy, 62
3 | Recal Razén Sensibiidad = (TP/(TP+FN)) * 100 3 Ay
(Sensibilidad) ), 2
4 F1-Score Razon F1-Score =2 * (Recall * Precision) / 92 86
(Recall + Precision) <) -
5 ROC AUC Razén ROC AUC = Area bajo la curva ROC % 537
(TP Rate vs FP Rate) I
6 Matthews Razén  Matthews correlation coefficient _
correlation (MCC) = (TP * TN -FP * FN)/ %01)‘1/
coefficient V(TP+FP)YTP+FN)TN+FP)(TN+FN))
(MCC)
Firma: o
Ing. Javier Camones

DNI 457876




B) KNN

“Tipo de Prueba “Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
' S.AC.
Investigador - German David Leyva Cordova
- Brayan Marcelo Kano Leiva
Fecha de inicio | 24-01- 2026
Algoritmo KNN
Matriz de confusion:
Observacion  Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
Ttem [indicador [ Medida Férmula [Precisién_
1 Accuracy Razén Accuracy = )
(exactitud) | (TP+TN)(TPSTN+FP+FNY *100 | 4y 36
2 Precision Razon Precision= (TP/(TP+FP)) * 100 20 &2'5
3 Recall Razén Sensibilidad = (TP/ATP+FN)) * 100
(Sensibilidad) 30, o0/,
4 F1-Score Razén F1-Score = 2 * (Recall * Precision) / %3107
(Recall + Precision) i, i
5 ROC AUC Razéon ROC AUC = Area bajo la curva ROC ™. 217
(TP Rate vs FP Rate) ) 2
6 Matthews Razén Matthews correlation coefficient
correlation (MCC) = (TP * TN - FP * FN)/ ua 33,
coefficient VI(TP+FP)(TP+FN)(TN+FP)(TN+FN)) : ’
(MCC)

Firma

DNI 457876,

Ing. Javier L;:h’o é’lh Camones
|



C) Random Forest

Tipo de Prueba

| Post Test

Empresa Investigada

| Corporacion de Alimentos Maritimo
'S.AC.

Ing. Javier Luchgf Ufrifa Camones

DNI 45787621

Investigador - German David Leyva Cordova
' Brayan Marcelo Kano Leiva
Fecha de inicio 24 -0) - 2026
Algoritmo ' Random Forest
Matriz de confusion:
Observacion Prediccion
Positive Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP) False (TN) True
Positive Negative
Métricas a Evaluar:
" Item | Indicador Medida Foérmula Precision
1 Accuracy Razén Accuracy = :
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100 °\O\ e s )V
2 Precision Razon  Precision= (TP/(TP+FP)) * 100 99 NK/
3 Recall Razén Sensibilidad = (TP/TP+FN)) * 100 il
(Sensibilidad) 160 7.
4 F1-Score Razén F1-Score = 2 * (Recall * Precision) / c\c\ A %
(Recall + Precision) ) .
5 ROC AUC Razén ROC AUC = Area bajo la curva ROC ﬁ”) 9) %
(TP Rate vs FP Rate) ) .
6 Matthews Razén Matthews correlation coefficient
correlation (MCC) = (TP *TN—-FP *FN)/ O‘Y 94 -
coefficient V(TP+FP)(TP+FN)(TN+FP)(TN+FN)) | 'Y 16/,
(MCC)
Firma:




D) SWM

Tipo de Prueba

| Post Test

Empresa Investigada

' Corporacién de Alimentos Maritimo
| S.A.C.

Investigador

' German David Leyva Cordova
Brayan Marcelo Kano Leiva

Fecha de inicio

24 —0l- 20264

Algoritmo o ' SVM |
Matriz de confusion:
Observacion Prediccion
Positive ' Negative
Positive (TP) True | (FN)False
Positive Negative
Negative (FP) False ' (TN) True
Positive Negative
Métricas a Evaluar:
- Item | Indicador Medida Foérmula Precision
1 Accuracy Razén Accuracy = 8‘\ o/
(exactitud) ((TP+TN)/(TP+TN+FP+FN)) * 100 | 03 '
2 Precision Razén Precision= (TP/(TP+FP)) * 100 ™ .9y /
3 Recall Razén Sensibilidad = (TP/(TP+FN)) * 100 a
(Sensibilidad) 46,3%7-
4 F1-Score Razén F1-Score =2 * (Recall * Precision) / 50 1)k
 (Recall + Precision) VA7
5 ROC AUC Razén ROC AUC = Area bajo la curva ROC 23 %07
, (TP Rate vs FP Rate) | 207
6 Matthews Razén Matthews correlation coefficient
correlation (MCC)=(TP*TN-FP *FN)/ @C (-
coefficient V(TP+FP)(TP+FN)(TN+FP)(TN+FN)) | %, b/
(MCC)
Firma:

Ing. Javier Lu rilla Camones

DNI 4578762



E) Redes Bayesianas

“Tipo de Prueba Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
S.AC.
Investigador German David Leyva Cordova
- Brayan Marcelo Kano Leiva
Fecha de inicio 24 -0)- 2026¢
_Algoritmo Redes Bayesianas
Matriz de confusion:
Observacion L Prediccion
Positive | Negative
Positive (TP) True (FN) False
Positive Negative
Negative (FP)False (TN) True
Positive Negative
Métricas a Evaluar.
Ttem | Indicador Medida Formula Precision
1 Accuracy Razén Accuracy =
(@actiud) | _____ (TPATNUTPATNoFPoFN) - 10 Q4,54
2 | Precision | Razon Precsion= (TPATP+FP)) "100 94,05 »
3 Recall Razén Sensibilidad = (TP/(TP+FN)) * 100 I<7
(Sensibilidad) 9¢ 37
4 F1-Score Razon F1-Score =2 * (Recall * Precision) / qc 337
(Recall + Precision) J )
5 ROC AUC Razon ROC AUC = Area bajo la curva ROC 9‘ 37
(TP Rate vs FP Rate) b, 887
6 Matthews Razén Matthews correlation coefficient
correlation (MCC)=(TP*TN~-FP *FN)/ BC 2y
coefficient VTP+FP)TP+FN)TN+FP)TN+FN)) / .
(MCC)
Firma:
Ing. Javier L la Camones

DNI 45787621




F) Gradiente

“Tipo de Prueba “Post Test
Empresa Investigada Corporacion de Alimentos Maritimo
SAC.
Investigador German David Leyva Cordova
_Brayan Marcelo Kano Leiva
Fecha de inicio M -01 - 20260
Algontmo . |Gradiente =00
Matriz de confusion:
Observacion | L Prediccion
Positive Negative
Positive (TP) True (FN) False
Posive | Negatve
Negative (FP)False ' (TN) True
Positive . Negative
Métricas a Evaluar.
Item | Indicador Medida Formula Precision
1 Accuracy Razén Accuracy = !
(exacttua) (TP+TNU(TP+TN+FP+FN) 100 | /00 2,
2 ‘Razén  Precision= (TP/TP+FP)) * 100 100 7.
3 Recall Razén Sensibilidad = (TPATP+FN)) * 100 )OO'/
(Sensibilidad) - “
4 F1-Score Razén F1-Score =2 * (Recall * Precision) / /OO
5 ROC AUC Razén ROC AUC = Area bajo la curva ROC 100 >
(TP Rate vs FP Rate) .
6 Matthews Razén Matthews correlation coefficient
correlation (MCC) =(TP*TN~FP *FN)/ ’00/
coefficient V(TP+FP)YTP+FN)TN+FP)(TN+FN)) X
(MCC)
Firma:
Ing Javier tnilla Camones

DNI 45787621




